Deep Learning.
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Rysunek 7.10. Monitorowanie metryk modelu za pomocg narzedzia TensorBoard

SCALARS IMAGES AUDIO GRAPHS DISTRIBUTIONS HISTOGRAMS EMBEDDINGS

convid_1

I convid_1/bias_0 convid_1/kernel_0

— a0 —0
— . -_— -3
. - o B
___.)' —_— 4
| ~— 6 6
006 004 002 000 002 015 0.05 0.05
ra ra
L L

convid_1_out
convld_2
convid_2_out

dense_1
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Rysunek 8.2. Ten sam rozktad prawdopodobienstwa z réznymi wagami; zmniejszenie
parametru temperature powoduje wiekszg przewidywalnos¢; zwiekszenie parametru
temperature zwieksza losowos$¢

Rysunek 8.3. Przyktadowy obraz wygenerowany przez algorytm DeepDream



Ponowne

Ponowne wprowadzenie
wprowadzenie szczegolow
szezegolow
B
. Zwigkszanie I Ex Zwiekszanie
. Wizja ' skali skali
L) LS A
1.oktawa g N J
2. oktawa v

3.oktawa

Rysunek 8.4. Dziatanie algorytmu DeepDream: nastepujace po sobie operacje skalowania
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Rysunek 8.5. Przetwarzanie przyktadowego obrazu za pomoca algorytmu DeepDream
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Rysunek 8.8. Przyktadowe efekty
pracy algorytmu
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(przestrzen wektorowa)

Rysunek 8.9. Trenowanie niejawnej wektorowej przestrzeni obrazéw
i uzywanie jej do probkowania nowych obrazéw

Rysunek 8.10. Ciggta przestrzen twarzy wygenerowana przez Toma White’a przy uzyciu
koderéw VAE

Rysunek 8.11.
Wektor
usmiechu




Rozktad niejawnej przestrzeni
definiowanej przez wektory

Obraz wejiciowy z_mean iz_log_variance

—(Co ) il
Zrekonstruowany

l obraz
<[ >

Losowe probkowanie
punktu z rozkladu

Rysunek 8.13. Koder VAE mapuje obraz na dwa wektory: z_mean i z_log_variance,
ktore definiujg rozktad prawdopodobienstwa w niejawnej przestrzeni uzywanej
do probkowania dekodowanego punktu

Losowy wektor Wygenerowany
. Ipochil)dzqcy ) (zdekodowany)
z niejawnej przestrzeni obraz

Informacja
zwrotna
procesu
trenowania

Generator (dekoder)

H .—-— Dyskryminator JPrawdziwy” czy ,sztuczny” -

Mieszanina prawdziwych
i sztucznych obrazow

Rysunek 8.15. Generator zamienia losowe wektory niejawnej przestrzeni w obrazy,
a dyskryminator stara sie odrézni¢ prawdziwe obrazy od tych, ktére zostaly wygenerowane;
generator jest trenowany w celu oszukania dyskryminatora

Rysunek 8.16. Obrazy
wyciagniete z niejawnej
przestrzeni przez sie¢
GAN; zostaty
wygenerowane przez
Mike'a Tyke przy uzyciu
wieloetapowej sieci GAN
trenowanej na zbiorze
danych ze zdjeciami
twarzy (http://www.
miketyka.com/)




Rysunek 8.17. Artefakty przypominajace swym wygladem szachownice;
sq wywotane przez brak korelacji miedzy rozmiarem kroku a rozmiarem
jadra w pokryciu przestrzeni pikseli; jest to jeden z wielu problemdw
spotykanych podczas pracy z sieciami GAN

Rysunek 8.18. Pobaw sie w dyskryminator: w kazdej kolumnie znajdujq sie dwa obrazy
wygenerowane przez sie¢ GAN i jeden obraz pochodzacy z treningowego zbioru danych.
Czy mozesz odroznic je od siebie? (Poprawne odpowiedzi: prawdziwe obrazy w kolejnych
kolumnach umieszczono na $rodku, u goéry, u dotu i na srodku)



Rozdziat 9.

f(x) f(x)
klasy .gibon”

Spreparowany
przeciwny przykiad

Rysunek 9.2. Przyktad
przeciwnego obrazu
zmodyfikowanego tak,

aby zostat zaklasyfikowany
przez model w innej klasie

Dane opatrzone

Abstrakcyjne etykietami, bedace
Wecielenie ludzkiego koncepcje powstajace przykladami Model uczenia
Rzeczywistosc doswiadczenia w ludzkim mézgu tych koncepcji maszynowego

filx)

Nie zawsze wszystko Nie pasuje do ludzkiego  Pasuje do danych
jest dobrze przenoszone modelu mentalnego, treningowych
do rzeczywistosci z ktorego pochodzi

Rysunek 9.3. Obecne modele uczenia maszynowego przypominajg zamglone lustrzane odbicia
rzeczywistych koncepcji



Zbiér obserwacji
lub doswiadczen

QJO
oW e

Lokalne uogdlnienia
53 tworzone poprzez
rozpoznawanie wzorcow
i prawidtowosci

Dodatek B

Ekstremalne uogdlnienia

s tworzone Rysunek 9.4. Poréwnanie
poprzez abstrakcje mechanizmdw lokalnego
i logiczne myslenie i ekstremalnego uogdlniania

< Launch Instance Actions v

Q Filter by tags and attributes or search by keyword

Rysunek B.1. Panel sterowania
| ustugi EC2

Quick Start

My AMIs

AWS Marketplace

Community AMIs

Rysunek B.2. Otwieranie sklepu instancji EC2

Deep Learning AMI Ubuntu Version

s s (0)] 1.2 Previous versions | Sold by Amazon Web Services

$0.0059 to $16.006/hr incl EC2 charges + other AWS usage fees Rysunek B.3.
Linux/Unix, Ubuntu 14.04 | 64-bit Amazon Machine Image (AMI) | Updated:| Obraz maszyny
| przeznaczonej
The Deep Learning AMI is a base Ubuntu image provided by A do uczenia
to provide a stable, secure, and ... 9+Qb°l_<|egf_)
pracujacej
More info pod kontrolg

systemu Ubuntu




1. Choose AMI 2. Choose Instance Type 3. Configure Instance 4, Add Storage

Step 2: Choose an Instance Type

GPU instances g2.8xlarge 32
u GPU compute p2.xlarge 4
GPU compute p2.8xlarge 32 Rysunek B.4.

Instancja p2.xlarge

Step 6: Configure Security Group
A socurity group is 8 et of frewall rules that control the traffic for your instance. On this page. you can add rules 1o aliow Speciic iffic to reach your instance. For axampis, if you want 10 561 Up & web Server and aliow
Irtormt teaffic to mach your instance, sdd rules that slow unrestrictid Access 1o the HTTP and HTTPS parts. You can credli & nw Securly group o selec from an existing one beiow. Leam mors about Amazon EC2 security
groups.
Assign a security group: @Croate a new securty groun
Select an existing security group.
Security group name:  Deep Loarning AME Usurtu Version-1-2-AutogenByAWSHP-1
Deacription: This security group was generated by AWS Marketplace and is based on recormi

Type (i Protocol (| Part Range | Source (|
s5H : cP 2 Custom &) 0.0.0.00 o
Custom TCP Rl D TR 8858 Anywhoro £ 0.0.0.00, =0 o
Add Rule

Rysunek B.5. Konfiguracja zabezpieczen

Connect To Your Instance 5

| would like to connect with © A standalone SSH client
A Java SSH Client directly from my browser (Java required)
To access your instance:

1. Open an SSH client. (find out how to connect using PuTTY)

2. Locate your private key file (awsKeys.pem). The wizard automatically detects the key you used to
launch the instance.

3. Your key must not be publicly viewable for SSH to work. Use this command if needed:
chmod 40@ awsKeys.pem

4. Connect to your instance using its Public DNS:
ec2-54-147-126-214, compute-1.amazonaws . com

Example: Rysunek B.6.

ssh i "awsKeys.pen" ubuntuec2-54-147-126-214. conpute-1.amazonaws.com | L nstrukcja taczenia
sie z instancjq




A Not Secure https://127.0.0.1

A

Your connection is not private

Attackers might be trying to steal your information from 127.0.0.1 (for example,
passwords, messages, or credit cards). NET:ERR_CERT_AUTHORITY _INVALID

[ Automatically report details of possible security incidents to Google. Privacy policy

ADVANCED

Back to safety

Rysunek B.7. Ostrzezenie, ktdére mozna zignorowac

"~ Jupyter

Files. Running Clusters.
Salact ilems 1o parfomm actions on them.

Notebook list empty,

Rysunek B.8. Ekran gtéwny srodowiska Jupyter

Upload  Nirw =
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