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R O zZ2 D Z2 | A t

Przeksztatcanie danych

Zabieramy sie do pracy z danymi! W tym rozdziale dowiesz sie, jak przeksztalcaé (ang. munge)
dane. Na czym polega ten proces?

Angielskie stowo munge to techniczne pojecie wymyslone mniej wiecej pot wieku temu przez
studentéw uczelni MIT (ang. Massachusetts Institute of Technology). Przeksztalcanie polega
na modyfikowaniu w serii dobrze okreslonych i odwracalnych krokéw fragmentu pierwotnych
danych na inne (i, miejmy nadzieje, przydatniejsze) dane. Zrédlem tego pojecia jest kultura
hakerska; w kontekscie nauki o danych czesto stosowane sg inne (prawie synonimiczne) poje-
cia, takie jak data wrangling lub przygotowywanie danych. Jest to bardzo wazna cze$é potoku
operacji w inzynierii danych.

Od tego rozdzialu bedziemy postugiwaé sie zargonowymi i technicznymi okresleniami z ob-
szaru rachunku prawdopodobiefistwa i statystyki (takimi jak rozktad prawdopodobiefistwa, sta-
tystyki opisowe lub testowanie hipotez). Niestety nie mozemy szczegélowo objasnié wszystkich
tych pojeé, poniewaz naszym gléwnym celem jest zaprezentowanie podstawowych aspektéw
Pythona zwigzanych z projektami z dziedziny nauki o danych. Dlatego zaktadamy, ze cze$é
tych okreslen juz znasz. Jesli chcesz przypomnieé sobie lub nawet zapoznaé sie z wprowa-
dzeniem do omawianych zagadnien, zachecamy do zaznajomienia sie z prowadzonym przez
Ramesha Sridharana kursem skierowanym do poczatkujacych statystykéw i badaczy z obszaru
nauk spotecznych. Materialy do kursu znajdziesz na stronie hitp://www.mit.edu/~6.s085/.

Po wyjasnieniu zalozen pora przedstawic¢ tematy omawiane w tym rozdziale:
B proces pracy w nauce o danych (dzieki niemu bedziesz wiedzial, co sie dzieje
i co czeka Cie w nastepnych krokach),
B wezytywanie danych z pliku,
B wybieranie potrzebnych danych,
B radzenie sobie z brakujacymi lub btednymi danymi,
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B dodawanie, wstawianie i usuwanie danych,

B grupowanie i modyfikowanie danych w celu uzyskania nowych i znaczacych
informacji,

B tworzenie macierzy lub tablicy ze zbiorem danych przekazywanej do czesci potoku
odpowiedzialnej za generowanie modelu.

Proces pracy w nauce o danych

Cho¢ kazdy projekt w obszarze nauki o danych jest inny, na potrzeby tego oméwienia mozemy
podzieli¢ idealny projekt na serie uproszczonych etapéw.

Caly proces rozpoczyna sie od uzyskania danych (jest to etap pobierania lub pozyskiwania
danych). Dostepne sg tu r6zne mozliwosci: od prostego pobrania danych, przez scalanie ich
za pomocyg systeméw RDBMS lub repozytoriéw NoSQL, po generowanie syntetycznych da-
nych lub seraping danych z sieciowych interfejséw API lub stron HTML.

Zwlaszeza gdy zajmujesz sie nowymi wyzwaniami, wezytywanie danych moze okazaé sie kry-
tycznym aspektem pracy badacza danych. Dane moga pochodzié z wielu zrédel: baz danych,
plikéw CSV, plikéw Excela, kodu w HTML-u, rysunkéw, nagran dzwickowych, interfejséw API
(https://pl.wikipedia.orghviki/Application_Programming_Interface) zwracajacych pliki w forma-
cie JSON itd. Poniewaz mozliwosci jest tak wiele, tylko pokrétce omawiamy ten aspekt pracy
i przedstawiamy podstawowe narzedzia do pobierania danych (nawet jesli jest ich za duzo) do
pamieci komputera za pomocy plikéw tekstowych dostepnych na twardym dysku, w sieci
WWW lub w tabelach systemu RDBMS.

Po udanym weczytaniu danych nastepuje etap ich przeksztatcania. Choé¢ dane s juz dostepne
w pamieci, ich postaé¢ z pewnoscig jest niedostosowana do analiz i eksperymentéw. Dane
w rzeczywistym $wiecie sa ztoZone, nieuporzadkowane, a czesto nawet btedne. Nieraz w da-
nych wystepuja braki. Jednak dzieki zestawowi podstawowych struktur danych i instrukc;ji
z Pythona poradzisz sobie z wszystkimi problematycznymi danymi i bedziesz mégl przekazaé
je do nastepnych etapéw projektu. Przeksztalcone dane maja posta¢ typowego zbioru danych
z obserwacjami w wierszach i zmiennymi w kolumnach. Uzyskanie zbioru danych to podsta-
wowy wymég we wszelkich analizach statystycznych i z obszaru uczenia maszynowego. Takie
zbiory danych sg nazywane plikami ptaskimi (gdy powstaly w wyniku scalenia wielu relacyjnych
tabel z bazy danych) lub macierzami danych (gdy kolumny i wiersze nie sg opisane, a prze-
chowywane wartosci to same liczby).

Etap przeksztalcania danych daje wprawdzie mniej satysfakcji niz inne, bardziej intelektual-
nie stymulujace fazy (takie jak stosowanie algorytméw lub uczenie maszynowe), zapewnia
jednak podstawy dla wszelkich ztozonych i zaawansowanych analiz pozwalajacych uzyska¢
warto$¢ dodang. Powodzenie projektu w duzym stopniu zalezy od tego wlasnie etapu.
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Rozdziat 2. e Przeksztalcanie danych

Po kompletnym zdefiniowaniu zbioru danych rozpoczyna sie nowy etap. Zaczynasz badaé dane,
a nastepnie w petli opracowywac i testowaé hipotezy. Zal6zmy, ze przyjrzales sie graficznej
postaci danych. Na podstawie statystyk opisowych tworzysz nowe zmienne, wykorzystujac
wiedze z dziedziny. Ustalasz, co zrobi¢ z nadmiarowymi i nieoczekiwanymi informacjami
(przede wszystkim z obserwacjami odstajacymi), i wybierasz najbardziej znaczace zmienne
oraz skuteczne parametry do przetestowania za pomocg okreslonych algorytméw uczenia ma-
szynowego. Warto jednak zauwazyé, ze czasem tradycyjne techniki uczenia maszynowego nie
sa dostosowane do rozwiagzywanego problemu. Trzeba wtedy uciec sie do analizy graféw lub
innych metod z obszaru nauki o danych.

Ten etap ma posta¢ potoku, w ktérym dane sg przetwarzane w ramach serii krokéw. Nastep-
nie tworzony jest model, przy czym mozesz uznaé, ze trzeba powtérzyé caly proces i zaczaé
od przeksztalcania danych lub innego miejsca potoku, wprowadzi¢ poprawki lub sprébowaé
innych eksperyment6w. Te kroki sa powtarzane do czasu uzyskania sensownych wynikéw.

Z naszego doswiadczenia wynika, ze niezaleznie od tego, jak obiecujgce masz plany w mo-
mencie rozpoczynania analizy danych, ostatecznie uzyskasz rozwigzanie znacznie odbiegajace
od pierwotnych wizji. Uzyskane wyniki eksperymentéw wplywaja na przeksztalcanie danych,
optymalizowanie rozwiazania, modele i taczng liczbe iteracji potrzebnych do udanego zakon-
czenia projektu. Dlatego jesli chcesz odnosi¢ sukcesy jako badacz danych, nie wystarczy wy-
mys$laé teoretycznie dobrych rozwigzan. Konieczne jest szybkie budowanie prototypéw duzej
liczby rozwigzan w celu upewnienia sie, ktéra Sciezka bedzie najlepsza. Naszym celem jest
poméc Ci maksymalnie przyspieszyé wykonywanie zadan za pomocg prezentowanych tu
fragmentéw kodu, ktére mozesz wykorzystaé¢ w procesie pracy w nauce o danych.

Wyniki z projektu sg przedstawiane za pomocg miary btedu lub optymalizacji (kt6rg nalezy
starannie dobra¢ pod katem celéw biznesowych). Oprécz okreslenia miary btedu dokonania
mozna tez zaprezentowaé za pomocg mozliwych do zinterpretowania wnioskéw. Nalezy je
stownie lub wizualnie przedstawié¢ sponsorom projektu lub innym badaczom danych. W tym
zakresie bardzo wazna jest umiejetnosé odpowiedniego wizualizowania wynikéw i wnioskéw
za pomocy tabel, wykreséw i diagraméw.

Ten proces mozna opisaé¢ za pomocg akronimu OSEMN — obtain (czyli pobieranie), scrub
(przetwarzanie), explore, model i iNterpret — przedstawionego przez Hilary Mason i Chrisa
Wigginsa w stynnym, opisujacym taksonomie nauki o danych wpisie z blogu dataists (http://
www.dataists.com/2010/09/a-taxonomy-of-data-science/). Akronim OSEMN mozna tatwo za-
pamietaé, poniewaz rymuje sie z angielskimi stowami possum i awesome.

Powtérz, jesli wyniki sa niezadowalajace

|

| Pozyskiwanie Przeksztatcanie Potok Uczenie Wizualizacja
W (pobieranie) [ ”|(przetwarzanie)[ ] (eksploracja) | ] (modelowanie) [ ] (interpretowanie)| | Produkt
— Rozdziat 3. Rozdziat 4. Rozdziat 6.
Rozdziat 2.
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Taksonomia OSEMN oczywiscie nie jest szczegétowym opisem wszystkich aspektéw procesu
pracy w nauce o danych. Jest jednak prostym sposobem wyréznienia najwazniejszych punk-
téw zwrotnych w tym procesie. Na przyklad na etapie eksploracji wystepuje wazny etap ,,wy-
krywania danych”, na ktérym pojawiajg sie wszystkie nowe lub zmodyfikowane cechy. Bardzo
istotny jest tez poprzedzajacy etap ,,okreslania reprezentacji danych”. Faza uczenia (opisana w roz-
dzale 4. ,Uczenie maszynowe”) obejmuje nie tylko tworzenie modelu, ale tez jego walidacje.

Bedziemy niestrudzenie przypominaé, ze wszystko rozpoczyna si¢ od przeksztalcania danych.
Zadanie to moze wymaga¢ az 80% pracy nad calym projektem. Poniewaz nawet najdluzsza
podréz rozpoczyna sie od pierwszego kroku, od razu wkraczamy w ten rozdzial i pokazujemy,
jakich cegietek nalezy uzy¢ w udanym etapie przeksztatcania danych.

Wczytywanie i wstepne przetwarzanie danych
za pomoca biblioteki pandas

W poprzednim rozdziale wyjasnilismy, gdzie znalez¢ przydatne zbiory danych, oraz oméwili-
$my podstawowe instrukcje importu pakietéw Pythona. Skoro masz juz gotowy zestaw narzedzi,
w tym podrozdziale zobaczysz, jak za pomoca biblioteki pandas i pakietu NumPy wcezytywaé
dane, operowaé nimi, przetwarzad je i dopracowywad.

Szybkie i tatwe wczytywanie danych

Zacznijmy od pliku CSV i biblioteki pandas. Ta biblioteka udostepnia najbardziej kompletna
funkcje do wezytywania danych tabelarycznych z pliku (lub na podstawie adresu URL). Do-
myslnie funkcja ta zapisuje dane w specjalnej strukturze danych z biblioteki pandas, indek-
suje wiersze, rozdziela zmienne za pomoca niestandardowych ogranicznikéw, ustala typ danych
odpowiedni dla kazdej kolumny, przeprowadza konwersje danych (jesli to konieczne), a takze
parsuje daty i obsluguje brakujace lub bledne wartosci.

Wejscie: import pandas as pd

iris_filename = 'datasets-uci-iris.csv'

iris = pd.read_csv(iris_filename, sep=',', decimal='.', header=None,

names= ['sepal_length’ , ! sepal_width', 'petal_length',
'petal_width’,

"target'])

Mozesz podaé¢ nazwe pliku, znak uzywany jako separator (sep), znak oddzielajacy cze$é¢ utamkows
liczb (decimal), okreslié, czy dane obejmuja nagtéwek (header), a takze przekaza¢ nazwy zmien-
nych (za pomocg parametru names i listy). W tym przykladzie parametry sep=', '1idecimal="."
przyjmuja warto$ci domyslne, dlatego sg opcjonalne. Jednak dla plikéw CSV z obszaru Europy
nalezy poda¢ oba te parametry, poniewaz w wielu krajach europejskich (a takze w niektérych pan-
stwach azjatyckich) separator i znak oddzielajacy czes$¢ utamkowa s inne od ustawien domyslnych.
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Jesli zbidr danych nie jest zapisany w komputerze, mozesz wykonac opisane ponizej kroki, aby pobra¢ go
z internetu:

import urllib

url = "http://aima.cs.berkeley.edu/data/iris.csv"

setl = urllib.request.Request(url)

iris_p = urllib.request.urlopen(setl)

iris_other = pd.read csv(iris_p, sep=',', decimal='.",
header=None, names= ['sepal_length', 'sepal width',
'‘petal _Tlength', 'petal width', 'target'])
iris_other.head()

Wynikowy obiekt iris jest typu DataFrame z biblioteki pandas. Ten typ to co$ wiecej niz prosta
lista lub prosty stownik Pythona. W dalszych punktach omawiamy niektére wlasciwosci tego
typu danych. Aby poznaé zawarto$é zbioru danych, mozesz wy$wietli¢ pierwsze lub ostatnie
wiersze za pomocg nastepujacych instruke;ji:

Wejscie: iris.head()

Wyjscie:
sepal_length | sepal_width | petal_length | petal_width |target
051 3.8 1.4 0z Iris-setosa
1(49 3.0 1.4 0z Iris-setosa
247 3.2 1.3 0z Iris-setosa
3|48 3.1 1.5 0.2 Iris-setosa
4|3.0 3.6 1.4 0z Iris-setosa

Wejscie: iris.tail()

[...]

Te funkcje wywolane bez argumentéw wyswietlaja po pie¢ wierszy. Jesli chcesz otrzymad inng
liczbe wierszy, wywolaj funkcje, podajac te liczbe jako argument:

Wejscie: iris.head(2)
Ta instrukcja wySwietla tylko dwa pierwsze wiersze. Aby poznaé nazwy kolumn, mozesz wy-
wolaé nastepujaca metode:

Wejscie: iris.columns
Wyjscie: Index(['sepal_length', 'sepal_width', 'petal_length',
'petal _width', 'target'], dtype='object')

Wynikowy obiekt jest bardzo interesujacy. Wyglada jak lista, ale w rzeczywistosci jest indek-
sem biblioteki pandas. Zgodnie z nazwg obiektu okresla indeksy nazw kolumn. Na przyklad
aby pobra¢ kolumne target, wykonaj takie oto kroki:
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Wejscie: Y = iris['target']

Y

Wyjscie:

0 Iris-setosa
1 Iris-setosa
2 Iris-setosa
3 Iris-setosa

149 Iris-virginica

Name: target, dtype: object
Obiekt Y jest typu Series z biblioteki pandas. Na razie mozesz traktowaé ten typ jak jedno-
wymiarowa tablice z etykietami osi. P6Zniej przyjrzymy sie mu blizej. Zapamietaj, ze klasa
Index z biblioteki pandas dziata jak stownik z indeksem kolumn tabeli. Zauwaz, ze liste ko-
lumn mozna uzyskaé takze za pomocg ich nazw:

Wejscie: X = iris[['sepal_length', 'sepal width']]

X
Wyjscie:
sepal_length | sepal_width

0 2.1 358
1 4.9 3.0
2 4.7 3.2
3 4.6 31
146 | 6.3 25
147 (6.5 3.0
148 (6.2 34
149(29 3.0

[150 rows x 2 columns]

Tu wynik jest obiektem typu DataFrame z biblioteki pandas. Dlaczego wywolania tej samej
funkeji zwracajg tak rézne wyniki? W pierwszej instrukeji zazadalismy kolumny. Dlatego dane
wyjsciowe to wektor jednowymiarowy (typu Series z biblioteki pandas). W drugiej instrukcji
zazadalismy wielu kolumn i otrzymali$my wynik podobny do macierzy (a wiemy, ze macierze
sg reprezentowane za pomocg typu DataFrame z biblioteki pandas). Dla poczatkujacych ta-
twym sposobem na dostrzezenie réznicy jest przyjrzenie sie nagléwkowi danych wyjscio-
wych. Jesli kolumnom przypisane sa nazwy, uzywany jest typ DataFrame. Gdy wynikiem jest
wektor bez nagléwka, uzywany jest typ Series.
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Przedstawilismy juz standardowe kroki procesu pracy w nauce o danych. Po wezytaniu zbioru
danych zwykle nalezy oddzieli¢ cechy od docelowych wynikéw. W problemach wymagaja-
cych klasyfikowania docelowe wyniki to zwykle wartosci dyskretne lub ancuchy znakéw
oznaczajace klase powigzang z poszczeg6lnymi zestawami cech.

Dalsze kroki wymagaja ustalenia, jak rozbudowany jest problem. Dlatego trzeba poznaé¢ wiel-
kos¢ zbioru danych. Zwykle w celu ustalenia liczby obserwacji zliczane sg wiersze, a w celu
okreslenia liczby cech nalezy zliczyé kolumny.

Aby uzyska¢ liczbe wymiaréw zbioru danych, zastosuj atrybut shape obiektu typu DataFrame
lub Series:

Wejscie: print (X.shape)

Wyjscie: (150, 2)

Wejscie: print (Y.shape)

Wyjscie: (150,)

Wynikowym obiektem jest krotka zawierajaca wielko$¢ macierzy (lub tablicy) w kazdym wy-
miarze. Zauwaz, ze dla typu Series uzywany jest ten sam format (jednoelementowa krotka).

Radzenie sobie z problematycznymi danymi

Na tym etapie zapewne lepiej rozumiesz juz podstawy procesu pracy i jeste$ gotowy zmierzy¢
sie z problematycznymi zbiorami danych. W praktyce ktopoty z danymi zdarzaja sie bardzo
czesto. Zobacz, co sie stanie, jesli plik CSV zawiera nagléwek, za to brakuje w nim niektérych
wartoSci i dat. Aby przyklad byl realistyczny, zat6zmy, ze dane pochodza z biura podrézy.
Obejmuja one temperature w trzech popularnych lokalizacjach i miejscowo$¢ wybrana przez
klienta:

Date,Temperature_city_1,Temperature_city 2,Temperature city 3,
Which_destination

20140910,80,32,40,1

20140911,100,50,36,2

20140912,102,55,46,1

20140912,60,20,35,3

20140914,60,,32,3

20140914, ,57,42,2

Uzywane sg tu tylko liczby catkowite, a plik zawiera nagléwek. Pierwsza probe wezytania
zbioru danych ilustruje nastepujace polecenie:

Wejscie: import pandas as pd

Wejscie: fake_dataset = pd.read_csv('a_loading_example_l.csv',
sep=",') fake dataset

Wyjscie:
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Date Temperature_city_1|Temperature_city_2 | Temperature_city_3 | Which_destination
0(20140910|80.0 320 40 1
120140911 (100.0 200 38 2
220140812 (102.0 5.0 46 1
3 (20140913600 200 35 3
4 (20140914 | 60.0 Mak 32 3
520140915 | MaN 57.0 42 2

Biblioteka pandas automatycznie przypisuje kolumnom nazwy pobrane z pierwszego wiersza.
W danych widoczny jest pierwszy problem: wszystkie dane (nawet daty) zostaly przetworzone
jako liczby catkowite (moga byé tez przetwarzane jako lancuchy znakéw). Jesli format dat jest
typowy, mozna sprobowaé zastosowaé procedure automatycznego ich przetwarzania, wskazujac
kolumne z datami. W ponizszym przykladzie technika ta sprawdza si¢ bardzo dobrze z naste-
pujacymi argumentami:

Wejscie: fake_dataset = pd.read_csv('a_loading_examp1e_1.csv',
parse_dates=[0])

fake_dataset

Wyjscie:
Date Temperature_city 1 |Temperature_city 2 | Temperature_city 3 | Which_destination
0|2014-09-10|80.0 32.0 40 1
1(2014-08-11 | 100.0 200 36 2
2(2014-09-12 | 102.0 250 46 1
3|2014-09-13 |60.0 200 35 3
4|2014-09-14 |60.0 Man 32 3
5| 2014-09-15 | NaM 7.0 42 2

Aby wyeliminowaé luki w danych (opisane jako NaN — ang. not a number, czyli ,nie liczba”),
mozna zastapic je sensownymi warto$ciami (tu moze by¢ to 50 stopni Fahrenheita). W niekto-
rych sytuacjach jest to uzasadnione (dalej w rozdziale opisujemy wiecej probleméw i strategii
radzenia sobie z lukami w danych). Oto potrzebna instrukcja:

WejScie: fake dataset.fillna(50)

Wyjscie:
Date Temperature city 1 |Temperature_city 2 | Temperature_city 3 [Which_destination
0|2014-05-10(80.0 320 40 1
1(2014-08-11 | 100.0 200 3B 2
2|2014-09-12 (1020 250 46 1
3|2014-09-13 (60.0 200 35 3
4|2014-08-14 (60.0 500 32 3
5|2014-08-15 (50.0 570 42 2
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Po tej operacji luki w danych zniknely zastgpione stala warto$cig 50.0. Radzenie sobie z lu-
kami w danych tez wymaga réznych strategii. Zamiast stosowaé pokazana weze$niej instrukcje,
mozesz zastapié luki ujemng stalg wartoscia, aby podkresli¢ fakt, ze r6zni sie ona od pozosta-
lych danych (a interpretacje zostawiamy wtedy algorytmowi odpowiedzialnemu za uczenie):

Wejscie: fake dataset.fillna(-1)

Zauwaz, ze ta technika uzupetnia luki tylko w widoku danych (nie modyfikuje pierwotnego obiektu typu
DataFrame). Aby zmieni¢ same dane, zastosuj argument inplace=True.

Wartosci NaN mozna zastapi¢ takze $rednig lub mediang dla kolumny. Pozwala to zminimali-
zowa¢ blad zwigzany ze zgadywaniem brakujacych wartosci.

Wejscie: fake dataset.fillna(fake_dataset.mean(axis=0))

Metoda .mean oblicza $rednig arytmetyczng wartosci z okreslonej osi.

Zauwaz, ze ustawienie axis=0 oznacza obliczanie $redniej z uwzglednieniem wielu wierszy. Srednie sa
wtedy obliczane dla kolumn. Opcja axis=1 powoduje uwzglednienie wielu kolumn i uzyskanie wynikéw
dla wierszy. W ten sam sposob dziafajg inne metody przyjmujace parametr axis (zaréwno z biblioteki
pandas, jak i z pakietu NumPy).

Metoda .median dziala analogicznie do metody .mean, ale oblicza mediane. Jest to przydatne,
gdy srednia jest malo reprezentatywna i daje znieksztatcone dane (na przyktad gdy cecha
przyjmuje wiele skrajnych wartosci).

Inny problem z obstugg rzeczywistych zbioréw danych zwigzany jest z btedami i niepra-
widtowymi wierszami. Po ich napotkaniu metoda 1oad_csv koriczy prace i zglasza wyjatek.
Mozliwym rozwiazaniem, akceptowalnym, gdy bledne obserwacje nie stanowiag wiekszosci
danych, jest odrzucanie wierszy powodujacych wyjatki. W wielu sytuacjach prowadzi to do
treningu algorytmu uczenia maszynowego bez blednych informacji. Zal6zmy, ze uzywasz
btednie sformatowanego zbioru danych i chcesz wezytaé tylko poprawne wiersze, ignorujac
te nieprawidlowo sformatowane.

Ponizej pokazujemy, jak zrobié to z uzyciem opcji error_bad_Tines:

Vall,val2,val3
0,0,0
1,1,1
2,2,2,2
3,3,3

WejScie: bad dataset = pd.read csv('a loading example 2.csv',
error_bad_lines=False)

bad_dataset

Wyjscie:

Skipping line 4: expected 3 fields, saw 4
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Va1l | Val2 | val3

Radzenie sobie z duzymi zbiorami danych

Jesli zbior danych, ktoéry cheesz wezytad, jest za duzy, aby zmiesci¢ go w pamieci, mozesz za-
stosowaé¢ wsadowy algorytm uczenia maszynowego, dzialajacy w danym momencie tylko na
porcjach danych. Podejscie wsadowe ma sens takze wtedy, gdy potrzebujesz jedynie probki
danych (na przyktad chcesz tylko podejrzeé ich zawarto$é). W Pythonie mozliwe jest wezyty-
wanie danych w porcjach. Ta operacja to strumieniowanie danych, poniewaz zbiér danych
przeplywa do obiektu typu DataFrame lub innej struktury danych w postaci ciaglego strumienia.
Natomiast w sytuacjach opisywanych wczeséniej zbiér danych jest w petni wezytywany do pa-
mieci w jednym kroku.

Za pomoca biblioteki pandas mozna podzielié i wezyta¢ plik na dwa sposoby. Pierwszy polega
na wezytywaniu zbioru danych w porcjach o réwnej wielkosci. Kazda porcja to fragment zbio-
ru danych zawierajacy wszystkie kolumny i ograniczong liczbe wierszy (nie wiecej niz okre-
§lono w parametrze chunksize w wywolaniu funkcji). Zauwaz, ze wtedy dane wyjsciowe funk-
cji read_csv nie sg obiektem typu DataFrame, ale obiektem przypominajacym iterator. W celu
wezytania wynikéw do pamieci trzeba zastosowaé iteracje do tego obiektu:
Wejscie:
import pandas as pd
iris_chunks = pd.read csv(iris_filename, header=None,
names=['Cl', 'C2', 'C3', 'C4', 'C5'], chunksize=10)
for chunk in iris_chunks:
print ('Wymiary:', chunk.shape)
print (chunk,'\n')

WyjScie: Wymiary: (10, 5) C1 C2 €3 C4 €50 5.1 3.5 1.4 0.2

Iris-setosal 4.9 3.0 1.4 0.2 Iris-setosa2 4.7 3.2 1.3 0.2 Irissetosa3 4.6 3.1 1.5 0.2
Iris-setosad 5.0 3.6 1.4 0.2 Iris-setosa5 5.4 3.9 1.7 0.4 Iris-setosab 4.6 3.4 1.4 0.3
Iris-setosaZ7 5.0 3.4 1.5 0.2 Iris-setosa8 4.4 2.9 1.4 0.2 Iris-setosad 4.9 3.1

1.5 0.1 Iris-setosa...

Zwracanych jest tez 14 innych fragmentéw tego rodzaju, kazdy o wymiarach (10X5). Inna me-
toda wezytywania duzych zbior6w danych polega na zazadaniu iteratora. Wtedy mozna dy-
namicznie okresla¢ dtugosé (liczbe wierszy) kazdego fragmentu obiektu typu DataFrame:

Wejscie: iris_iterator = pd.read csv(iris_filename, header=None,

names=['C1', 'C2', 'C3', 'C4', 'C5'], iterator=True)

WejScie: print (iris_iterator.get chunk(10).shape)

Wyjscie: (10, 5)
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Wejscie: print (iris_iterator.get chunk(20).shape)
Wyjscie: (20, 5)

Wejscie: piece = iris_iterator.get_chunk(2) piece
Wyjscie:

C1|C2|C3 (C4 |C5

0l48|3.1|1.6|0.2]Iris-setosa

-

541341504 Irs-5et05a

W tym przykladzie najpierw definiowany jest iterator. Nastepnie kod pobiera porcje danych
obejmujaca 10 wierszy. P6zniej pobieranych jest 20 nastepnych wierszy, a w ostatnim kroku
— dwa wiersze, ktére sa wySwietlane.

Oproécz biblioteki pandas mozesz zastosowa¢ pakiet CSV. Udostepnia on dwie funkcje pozwala-
jace porusza¢ sie po niewielkich porcjach danych z plikéw. Sg to funkcje reader i DictReader.
Aby przyjrzeé sie tym funkcjom, najpierw nalezy zaimportowaé pakiet CSV:

Wejscie: import csv

Funkcja reader przenosi dane z dyskéw na listy Pythona. Funkcja DictReader przeksztalca
dane na stownik. Obie funkcje iteracyjnie przetwarzaja wiersze wezytywanego pliku. Funkcja
reader zwraca dokladnie to, co wezyta, bez znaku powrotu karetki i po rozbiciu danych na
liste na podstawie separatora (domySlnie uzywany jest przecinek, mozna to jednak zmienic).
Funkcja DictReader odwzorowuje dane z listy na stownik, ktérego klucze s definiowane na
podstawie pierwszego wiersza (jesli dostepny jest nagléwek) lub parametru fieldnames (przy
uzyciu listy laficuch6w znakéw z nazwami kolumn).

Wezytywanie list za pomocg natywnych technik nie jest ograniczeniem. Latwiej jest wtedy
przyspieszy¢ prace kodu za pomocg szybkich implementacji Pythona (takich jak PyPy). Po-
nadto listy zawsze mozna przeksztalci¢ w tablice ndarrays z pakietu NumPy (jest to struktura
danych, ktérg wkrétce przedstawimy). Po wezytaniu danych do stownikéw o formacie podob-
nym do JSON-a mozna stosunkowo tatwo uzyskaé¢ obiekt typu DataFrame. Ta technika wezy-
tywania jest bardzo skuteczna, gdy dane sg rzadkie (wiersze nie obejmujg wszystkich cech).
Wtedy stownik zawiera tylko niezerowe warto$ci (r6zne od null), co pozwala zaoszczedzié
duzo miejsca. P6zniejsze przeniesienie danych ze stownika do obiektu typu DataFrame jest
bardzo latwe.

Oto prosty przyktad, w ktérym uzywane sa mozliwosci pakietu CSV.

Przyjmijmy, ze plik datasets-uci-iris.csv pobrany ze strony hitp://mldata.org/ jest bardzo duzy
i nie mozna go w cato$ci wezytaé¢ do pamieci (to tylko fikcyjne zalozenie, poniewaz na poczat-
ku rozdziatu pokazalismy, ze plik ten obejmuje tylko 150 przykladéw i nie zawiera wiersza
z nagléwkiem).
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W takiej sytuacji jedyna mozliwoscia jest wezytywanie pliku w porcjach. Zacznijmy od eks-
perymentu:
Wejscie:
with open(iris_filename, 'rt') as data_stream:
# Tryb 'rt'
for n, row in enumerate(csv.DictReader(data_stream,
fieldnames = ['sepal_length', 'sepal_width',
'petal_length', 'petal width', 'target'],
dialect="excel')):
if n==
print (n,row)
else:
break
Wyjscie:
0 {'petal width': '0.2', '"target': 'Iris-setosa', 'sepal width': '3.5',
'sepal_length': '5.1', 'petal_length': '1.4'}

Jak dziala przedstawiony kod? Otwiera polaczenie z plikiem w trybie odczytu danych binar-
nych i tworzy dla pliku alias data_stream. Uzycie polecenia with sprawia, ze plik zostanie za-
mkniety po kompletnym wykonaniu instrukeji umieszczonych w nastepnym weieciu.

Dalej kod uruchamia iteracje (for ... in ...) i w wywolaniu enumerate uruchamia funkcje
csv.DictReader, wezytujaca dane ze strumienia data_stream. Poniewaz plik nie zawiera
nagltéwka, nazwy pol sg podane w parametrze fieldnames. Parametr dialect okresla, ze
uzywany jest standardowy plik CSV (dalej przedstawiamy wskazéwki dotyczace wartosci
tego parametru).

W iteracji kod dziala tak, ze jesli wezytal pierwszy wiersz, to go wyswietla. W przeciwnym
razie zatrzymuje petle za pomocy instrukeji break. Polecenie print wyswietla tu wiersz o nu-
merze 0 i zawarto$¢ stownika. Dlatego mozna ustali¢ wartosé kazdego elementu z wiersza,
podajac klucze w postaci nazw zmiennych.

Mozna napisa¢ podobny kod z instrukcja csv.reader:

Wejscie: with open(iris_filename, 'rt') as data_stream:
for n, row in enumerate(csv.reader(data_stream,
dialect="excel')):
if n==0:
print (row)
else:
break
Wyjscie: ['5.1', '3.5"', '1.4', '0.2', 'Iris-setosa']

Ta wersja jest jeszcze prostsza. WysSwietla tez prostsze dane wyjsciowe — liste z sekwencjg
wartoS$ci z wiersza.
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Teraz na podstawie drugiej wersji mozna napisa¢ generator wywolywany w petli for. Pobiera
on ,,w locie” dane z pliku w blokach o wielko$ci zdefiniowanej w parametrze batch funkcji:
Wejscie:
def batch_read(filename, batch=5):
# Otwieranie strumienia danych
with open(filename, 'rt') as data_stream:
# Zerowanie porcji danych
batch _output = Tist()
# Iteracyjne przetwarzanie pliku
for n, row in enumerate(csv.reader(data_stream,
dialect="excel')):
# Jesli porcja jest odpowiedniej wielkosci...
if n> 0 and n % batch == 0:
# ...zostaje zwrdcona jako tablica ndarray.
yield(np.array(batch_output))
# Zerowanie porcji i rozpoczynanie od nowa
batch_output = Tist()
# W przeciwnym razie do porcji nalezy dodaé wiersz.
batch_output.append (row)
# Po zakoriczeniu petli wyswietlane sq pozostate wartosci.
leftyield(np.array(batch_output))

Podobnie jak w poprzednim przykltadzie dane sa pobierane za pomoca funkcji csv.reader
opakowanej w funkcje enumerate. Ta ostatnia faczy pobierang liste danych z numerami obser-
wacji (numeracja rozpoczyna sie od zera). Na podstawie numeru obserwacji kod albo dodaje
dane do porcji, albo zwraca sterowanie do gléwnego programu za pomoca generatywnej funk-
cji yield. Ten proces jest powtarzany do czasu wezytania i zwrécenia catego pliku w porcjach.
Wejscie:
import numpy as np
for batch_input in batch_read(iris_f1'1ename, batch=3):
print (batch_input)
break
Wyjscie:
[['5.1" '3.5" '1.4" '0.2" 'Iris-setosa']
['4.9" '3.0' '1.4' '0.2' 'Iris-setosa']
['4.7' '3.2' '1.3' '0.2' 'Iris-setosa']]

Taka funkcje mozna wykorzysta¢ w procesie uczenia za pomocg metody SGD (ang. stochastic
gradient descent), co pokazujemy w rozdziale 4. ,,Uczenie maszynowe”, gdzie wracamy do tego
fragmentu kodu i rozbudowujemy go do bardziej zaawansowanej postaci.

Dostep do danych w innych formatach

Do tej pory uzywalismy tylko plikéw CSV. Biblioteka pandas udostepnia podobne mechani-
zmy i funkcje do wezytywania zbior6w danych w formatach Excel, HDFS, SQL, JSON,
HTML i Stata. Poniewaz te formaty nie sg uzywane we wszystkich projektach z obszaru nauki
o danych, opanowanie wczytywania i obstugi plikéw w tych formatach pozostawiamy czytelnikom.
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Mozesz zajrze¢ do szczegélowej dokumentacji dostepnej w witrynie biblioteki pandas. W przy-
Ktadowym kodzie zamieszczonym na stronie poswieconej ksigzce pokazany jest prosty przyktad
wezytywania tabel SQL-owych.

Obiekty typu DataFrame mozna tez tworzyé w wyniku scalania sekwencji i innych danych
przypominajacych listy. Zauwaz, ze dane skalarne sa przeksztalcane w listy.

Wejscie: import pandas as pd

my_own_dataset = pd.DataFrame({'Coll’': range(5), 'Col2':
[1.0]*5, '"Col13': 1.0, 'Col4': 'Witaj, Swiecie!'})
my_own_dataset

Wyjscie:

Col1|Col2|Col3 | Col4

0|0 1.0 [1.0 |Witaj, $wieciel
1|1 1.0 [1.0 |Witaj, $wieciel
1.0 |1.0 |Witaj, swiecie!
1.0 |1.0 |Witaj, swiecie!
1.0 |1.0 |Witaj, swiecie!

W | N
Blw |

Dla kazdej tworzonej kolumny nalezy podaé nazwy (klucze ze stownika) i wartosci (wartosci
w stowniku odpowiadajgce danym kluczom). W tym przykladzie kolumny Co12 i Co13 sg two-
rzone w inny sposéb, ale zawierajg te same wynikowe warto$ci. Pokazana technika pozwala
tworzy¢ za pomocy bardzo prostej funkeji obiekty typu DataFrame obejmujace wartosci 16z-
nych typéw danych.

W tym procesie nalezy zadbaé o to, by nie uzywacé list o r6znej wielkoSci. W przeciwnym razie
zgloszony zostanie wyjatek:

WejScie: my_wrong_own_dataset = pd.DataFrame({'Coll': range(5),
'Col2': 'string', 'Col3': range(2)})

ValueError: arrays must all be same length

Aby sprawdzi¢ typy danych poszczegdlnych kolumn, zastosuj atrybut dtypes:

In: my_own_dataset.dtypes
Coll int64

Col2 float64

Col3 float64

Col4 object

dtype: object

Ta technika jest bardzo przydatna, gdy chcesz zbadaé¢ typ danych (kategorialny, catkowitolicz-
bowy, zmiennoprzecinkowy) i precyzje. Czasem mozna przyspieszy¢ prace kodu, zaokra-
glajac liczby zmiennoprzecinkowe do liczb catkowitych, rzutujac liczby zmiennoprzecinkowe
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o podwéjnej precyzji na ich odpowiedniki o pojedynczej precyzji lub uzywajac tylko jednego
typu danych. W nastepnym fragmencie pokazujemy, jak rzutowaé dane. Ten kod mozesz po-
traktowac jako ogélny przyklad ilustrujacy zmienianie typu kolumn z danymi:

Wejscie: my_own_dataset['Coll'] = my own_dataset['Coll'].astype(float)

my_own_dataset.dtypes

Wyjscie:

Coll float64

Col2 float64

Col3 float64

Cold object

dtype: object

Wstepne przetwarzanie danych

Potrafisz juz zaimportowaé zbior danych, nawet jesli jest duzy i problematyczny. Teraz nalezy
poznaé podstawowe procedury wstepnego przetwarzania danych, pozwalajace dostosowaé te
dane do nastepnego kroku procesu pracy w nauce o danych.

Jesli cheesz zastosowaé funkeje tylko do wybranych wierszy, powiniene$ najpierw utworzy¢
maske. Maska to sekwencja wartosci logicznych (True lub False), informujacych, czy dany
wiersz ma by¢ uwzgledniany przez dang funkcje.

Zal6zmy, ze chcesz uwzgledni¢ wszystkie wiersze ze zbioru Iris, w ktérych wartosé cechy
sepal Tength jest wicksza niz 6. Mozna zrobi¢ to tak:

Wejscie: mask_feature = iris['sepal_length'] > 6.0
Wejscie: mask feature

0 False
1 False
146 True
147  True
148 True
149 False

W tym prostym przykladzie od razu widaé, dla ktérych obserwacji warunek jest spelniony
(True), a dla ktérych nie jest (False). Okresla to, ktére wiersze zostang wybrane.

Teraz zobacz, jak wykorzysta¢ maske wyboru w innym kodzie. Zat6zmy, ze chcemy zastgpié
docelowg wartosé Iris-virginica wartoScig Nowa wartosé. Mozna to zrobié za pomocg dwéch
ponizszych wierszy kodu:

Wejscie: mask_target = iris['target'] == 'Iris-virginica'
Wejscie: iris.loc[mask _target, 'target'] = 'Nowa wartosc'
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Zobaczysz, ze wszystkie wystapienia nazwy Iris-virginica zostang zastgpione okresleniem
Nowa wartosé. Metode .1oc() omawiamy dalej. Na razie zapamietaj, ze umozliwia ona dostep
do danych z macierzy za pomoca indekséw wierszy i kolumn.

Aby zobaczy¢ nowg liste danych z kolumny wartosci docelowych, mozesz zastosowaé¢ metode
unique(). Jest ona bardzo przydatna do wstepnego badania zbioru danych:

Wejscie: iris['target'].unique()

Wyjscie: array(['Iris-setosa', 'Iris-versicolor', 'Nowa wartosc'],

dtype=object)

Jesli cheesz zapoznaé sie ze statystykami dotyczacymi poszczegélnych cech, mozesz odpo-
wiednio pogrupowa¢ kolumny lub zastosowaé¢ maske. Metoda groupby z biblioteki pandas ge-
neruje podobne wyniki co klauzula GROUP BY z instrukcji SQL-owych. Nastepng stosowang,
metoda powinna byé metoda agregujaca wywolywana dla jednej kolumny lub ich zbioru. Na
przyklad metoda agregujaca mean() z biblioteki pandas to odpowiednik SQL-owej funkcji
AVG() (zwraca §rednia wartosci z grupy), metoda agregujaca var() oblicza wariancje, metoda
sum() sumuje warto$ci, metoda count() zlicza wiersze w grupie itd. Zauwaz, ze wynikiem jest
obiekt typu DataFrame, dlatego sekwencje operacji mozna polaczyé w tancuch. Dalej pokazu-
jemy kilka przykladéw zastosowania metody groupby. Pogrupowanie obserwacji wedtug war-
tosci docelowej (etykiety) pozwala ustali¢ r6znice miedzy $rednimi z grup i wariancje w po-
szczegblnych grupach.

WejScie: grouped targets mean =

grouped_targets_mean

iris.groupby(['target']).mean()

Wyjscie:
sepal_length | sepal_width | petal_length | petal_width
target
Iris-setosa 5.006 3418 1.464 0.244
Iris-versicolor | 936 2770 4.260 1.326
New label 5.588 2974 5.852 2.026

Wejscie: grouped targets var =
grouped_targets_var

iris.groupby(['target']).var()

Wyjscie:
sepal_length | sepal_width | petal_length | petal_width
target
Iris-setosa 0.124249 0.145180 0.030106 0.011494
Iris-versicolor|0.266433 0.098469 0.220816 0.032106
New label 0.404343 0.104004 0.304588 0.073433
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Jesli p6zniej zechcesz posortowaé obserwacje za pomocg funkceji, mozesz zastosowaé¢ metode
.sort_index():

Wejscie: iris.sort_index(by="sepal length').head()

Wyjscie:
sepal length | sepal width |petal_length | petal_width [target
13|43 3.0 1.1 0.1 Iris-setosa
42 (4.4 3.2 1.3 0.2 Iris-setosa
38 (44 3.0 1.3 0.2 Iris-setosa
8 (44 29 1.4 0.z Iris-setosa
41 (4.5 2.3 1.3 0.3 Iris-setosa

Jezeli zbi6r danych zawiera szeregi czasowe (na przyklad z liczbowymi wartosciami docelo-
wymi) i chcesz zastosowaé do nich operacje rolling (poniewaz w danych wystepuje szum),
mozesz zrobié to tak:

Wejscie: smooth_time_series = pd.r‘oll'ing_mean(t'ime_ser'ies, 5)

W ten sposéb obliczana jest $rednia kroczaca warto$ci. Mozesz tez zastosowaé nastepujace
polecenie:

Wejscie: median_time_series = pd.r‘oll'ing_median(time_series, 5)

W ten sposéb obliczana jest mediana kroczaca. W obu sytuacjach uwzgledniane okno obej-
muje pie¢ obserwacji.

Ogolniejsza metoda apply() z biblioteki pandas pozwala wykonywaé¢ dowolne operacje na
wierszach lub kolumnach. Nalezy ja wywolywa¢ bezposrednio dla obiektéw typu DataFrame.
Pierwszym argumentem tej metody jest funkcja, ktéra ma by¢ wywolywana dla wierszy lub
kolumn. Drugi argument okresla o, do ktérej stosowana jest ta funkcja. Zauwaz, ze mozna tu
stosowaé funkcje wbudowane, biblioteczne, lambdy i dowolne funkcje zdefiniowane przez
uzytkownika.

W ramach przykladu ilustrujacego te dajaca duze mozliwosci technike sprobujmy zliczy¢ nie-
zerowe elementy z kazdego wiersza. Za pomoca metody apply jest to proste:

Wejscie: iris.apply(np.count_nonzero, axis=1).head()
Wyjscie: 0 5
1
2
3
4
dtype: int64

[0S I B )

77
Kup ksigzke Polec¢ ksigzke


http://helion.pl/rf/pypod2
http://helion.pl/rt/pypod2

Python. Podstawy nauki o danych

Aby ustali¢ liczbe niezerowych elementéw dla cech (czyli dla kolumn), wystarczy zmienidé
warto$¢ drugiego argumentu na 0:
Wejscie: iris.apply(np.count_nonzero, axis=0)
Wyjscie: sepal_length 150
sepal_width 150
petal_length 150
petal width 150
target 150
dtype: int64

Aby zastosowaé funkcje do elementéw, nalezy wywotaé metode applymap() dla obiektu typu
DataFrame. Wtedy podawany jest tylko jeden argument — stosowana funkcja.

Zal6zmy, ze cheesz ustali¢ dhugosé tancuchéw znakéw z poszezegélnych komérek. Aby uzyskaé te
warto$¢, najpierw trzeba zrzutowaé zawarto$é kazdej komorki na lanficuch znakéw, a nastepnie
ustali¢ dtugosé taricucha. Za pomoca metody applymap mozna to zrobié w bardzo prosty sposéb:

Wejscie: iris.applymap(lambda el:1en(str(el))).head()

Wyjscie:
sepal_length | sepal_width | petal_length | petal_width | target
0|3 3 3 3 1
1|3 3 3 3 1
2|3 3 3 3 1
3|3 3 3 3 iR
43 3 3 3 1

Wybieranie danych

Ostatnie zagadnienie zwigzane z bibliotekg pandas dotyczy wybierania danych. Zacznijmy od
przykladu. Moze zetknales sie juz ze zbiorem danych obejmujacym kolumne z indeksem.
W jaki spos6b poprawnie zaimportowaé jg za pomoca biblioteki pandas? I jak wykorzystaé
taka kolumne do uproszczenia sobie pracy?

Postuzymy sie tu bardzo prostym zbiorem danych zawierajacym kolumne z indeksem (z war-
to$ciami licznika, a nie z warto$ciami cechy). Aby przyklad byl uniwersalny, indeks rozpoczyna
sie od wartosci 100. Tak wiec indeks wiersza 0 to 100:

n,vall,val2,val3
100,10,10,C
101,10,20,C
102,10,30,B
103,10,40,B
104,10,50,A
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Gdy sprébujesz wezytaé ten plik w standardowy sposéb, pole n zostanie potraktowane jak
cecha (kolumna). Samo w sobie nie jest to bledem, jednak nalezy uwaza¢, by nie zastosowaé
omylkowo indeksu jako cechy. Dlatego lepiej zapisa¢ go oddzielnie. Jesli indeks przypadkowo
zostanie uzyty na etapie uczenia (generowania modelu), moze spowodowaé ,,wyciek informacji”,
co jest istotnym Zrédtem bled6w w uczeniu maszynowym.

Jesli indeks zawiera liczby losowe, nie wplynie na skutecznosé modelu. Jezeli jednak obej-
muje liczby porzadkowe, czas lub nawet elementy z informacjami (gdy okreslone przedziaty
warto$ci reprezentuja pozytywne skutki, a inne przedzialy oznaczaja skutki negatywne), moze
powodowaé wlaczenie w model danych uzyskanych w wyniku ,wycieku informacji”. Takie
informacje nie beda dostepne w trakcie stosowania modelu do nowych danych (poniewaz
indeks nie bedzie istnial).

WejScie: import pandas as pd

Wejscie: dataset = pd.read csv('a_selection_example l.csv') dataset

Wyjscie:

n vall (val2 | val3

o(100(10 (10 |C

110110 |20 (C
210210 |30 |B
3(103(10 |40 |B
4104 (10 [50 |A

Dlatego gdy wezytujesz taki zbiér danych, mozesz okreslié, ze n to kolumna z indeksem.
Poniewaz jest to pierwsza kolumna, mozna zastosowaé nastepujace polecenie:

WejScie: dataset = pd.read csv('a_selection_example l.csv',
index_col=0) dataset

Wyjscie:
vall | val2 | val3

n

10010 |10 |[C
101 |10 |20 |C
10210 |30 (B
10310 |40 (B
104 |10 |50 (A

Tu po wezytaniu zbioru danych indeks jest poprawny. Dostep do wartosci komérek mozna
teraz uzyskaé na kilka sposob6w. Omawiamy je jeden po drugim.
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Pierwsza technika polega na wskazaniu kolumny i potrzebnego wiersza (za pomoca jego indeksu).

Aby pobra¢ wartosé kolumny val3 z piatego wiersza (o indeksie n=104), mozna wywotaé na-
stepujaca instrukcje:

Wejscie: dataset['val3'][104]
Wyjscie: 'A’

Zachowaj staranno$é, poniewaz nie jest to macierz, a nasuwac sie moze podanie najpierw wier-
sza, a dopiero potem kolumny. Pamietaj, ze uzywany jest obiekt typu DataFrame, gdzie operator
[1 najpierw okresla kolumne, a dopiero potem element w uzyskanym obiekcie typu Series.

Podobnie wyglada dostep do danych za pomocg metody .Toc():

WejScie: dataset.loc[104, 'val3']
Wyjscie: 'A'

Tu najpierw nalezy poda¢ indeks, a nastepnie potrzebne kolumny. Ta technika dziala tak jak
metoda .ix(), ktora jednak funkcjonuje dla indekséw dowolnego rodzaju (etykiet i pozycji)
oraz zapewnia wiecej mozliwoSci.

Zauwaz, ze metoda ix () musi odgadna¢, jakiego rodzaju indeks podajesz. Dlatego jesli nie chcesz mie-
szac etykiet z indeksami pozycyjnymi, stosuj metody 1oc i i1oc, zapewniajgce bardziej ustrukturyzowa-
ne podejscie.

WejScie: dataset.ix[104, 'val3']

Wyjscie: 'A'
Wejscie: dataset.ix[104, 2]
Wyjscie: 'A'

Istnieje tez w pelni zoptymalizowana funkcja i1oc(), ktéra pozwala okreslié pozycje w sposéb
typowy dla macierzy. Aby wskaza¢ komérke, nalezy najpierw podaé¢ numer wiersza, a nastep-
nie numer kolumny:

Wejscie: dataset.iloc[4, 2]

Wyjscie: 'A'
Pobieranie podmacierzy to bardzo intuicyjna operacja. Wystarczy okregli¢ liste indeksow za-
miast warto$ci skalarnych:

Wejscie: dataset[['val3', 'val2']][0:2]

Jest to odpowiednik ponizszej instrukcji:

Wejscie: dataset.loc[range(100, 102), ['val3', 'val2']]

Nastepna instrukcja dziala tak samo:

Wejscie: dataset.ix[range(100, 102), ['val3', 'val2']]
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To polecenie tez daje ten sam wynik:

Wejscie: dataset.ix[range(100, 102), [2, 1]]

Podobnie jak to:
Wejscie: dataset.iloc[range(2), [2,1]]

Wszystkie te instrukcje zwracaja nastepujacy obiekt typu DataFrame:

Wyjscie:
val3 | val2
n
100 | C 10
101 | C 20

Praca z danymi kategorialnymi i tekstowymi

Zwykle bedziesz pracowal z dwoma podstawowymi rodzajami danych: kategorialnymi i licz-
bowymi. Dane liczbowe, okreslajgce na przyklad temperature, kwote pieniedzy, dni uzytko-
wania lub numer domu, mogg mieé postaé liczb zmiennoprzecinkowych (1,0, —2,3, 99,99 itd.)
lub catkowitych (=3, 9, 0, 1 itd.). Kazda warto$¢, jaka takie dane moga przyjaé, pozostaje w bez-
posredniej relacji z innymi warto$ciami. Jest tak, poniewaz takie dane sa poréwnywalne. Mozesz
wiec stwierdzié, ze cecha o warto$ci 2,0 jest wieksza (dwukrotnie) od cechy o wartosci 1,0.
Dane tego rodzaju sa bardzo dobrze zdefiniowane i tfatwe do zrozumienia. Dostepne sg dla nich
operatory binarne, na przyklad ,,ré6wna sie”, ,wiekszy niz” i ,,mniejszy niz".

Bardzo waznym aspektem danych liczbowych jest to, ze sensowne sg dla nich podstawowe statystyki
(na przyktad $rednie). Dla pozostatych kategorii nie jest to prawda, dlatego stanowi istotng ceche da-
nych tego rodzaju.

Innym rodzajem danych, z jakimi mozesz sie zetkngé¢ w pracy, sg dane kategorialne (nazywa-
ne tez nominalnymi). Dane kategorialne reprezentujg atrybut, ktérego nie mozna zmierzy¢,
i przyjmuja warto$ci (nazywane czasem poziomami) ze skoniczonego lub nieskonczonego
zbioru. Na przyktad pogoda to cecha kategorialna, poniewaz przyjmuje wartosci z niecigglego
zbioru (sunny, cloudy, snowy, rainy, foggy). Innymi przykladami sg cechy reprezentujace adresy
URL, adresy IP, produkty z koszyka w sklepie internetowym, identyfikatory urzadzen itd. Dla
tych danych nie da sie zdefiniowaé operator6w ,,réwna sie”, ,wiekszy niz” i ,,mniejszy niz’,
dlatego tez nie mozna ich uporzadkowad.
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Dodatkiem powigzanym zaréwno z danymi kategorialnymi, jak i liczbowymi sa wartosci lo-
giczne. Mozna je traktowac i jako dane kategorialne (obecnosé lub brak cechy), i jako praw-
dopodobienistwo wystapienia danej cechy (co§ zostalo wySwietlone lub nie). Poniewaz wiele
algorytméw uczenia maszynowego nie przyjmuje kategorialnych danych wejsciowych, warto-
$ci logiczne czesto shuza do kodowania cech kategorialnych jako wartosci liczbowych.

Wr6émy do przykladu dotyczacego pogody. Jesli cheesz odwzorowaé okreslajaca pogode ceche
przyjmujaca wartosci ze zbioru [sunny, cloudy, snowy, rainy, foggy] i zakodowaé te wartosci
jako cechy binarne, utwoérz pieé¢ cech o wartosciach True i False (po jednej cesze dla kazdego
poziomu cechy kategorialnej). Teraz odwzorowanie bedzie proste:

Categorical_feature = sunny binary_features = [1, 0, 0, 0, 0]
Categorical_feature = cloudy binary_features = [0, 1, 0, 0, 0]
Categorical_feature = snowy binary_features = [0, 0, 1, 0, 0]
Categorical_feature = rainy binary_features = [0, 0, 0, 1, 0]
Categorical_feature = foggy binary_features = [0, 0, 0, 0, 1]

Tylko jedna binarna cecha informuje o wystepowaniu okreslonej cechy kategorialnej. Pozostale
warto$ci sg réwne 0. Ten prosty krok pozwala przejsé od $wiata kategorialnego do liczbowego.
Odbywa sie to kosztem wiekszego zapotrzebowania na pamieé i dodatkowych obliczen. Zamiast
jednej cechy jest ich teraz pieé. Ogélnie zamiast jednej cechy kategorialnej o N poziomach
trzeba utworzyé N cech przyjmujgcych dwie wartosci liczbowe (1 lub 0). Ta operacja to ko-
dowanie zero-jedynkowe lub, bardziej technicznie, binaryzacja cech nominalnych.

W wykonywaniu tej operacji pomaga biblioteka pandas, pozwalajaca latwo przeprowadzi¢
odwzorowanie przy uzyciu jednej instrukeji:

Wejscie: import pandas as pd

categorical_feature = pd.Series(['sunny', 'cloudy', 'snowy',
'rainy', 'foggy'l])

mapping = pd.get_dummies(categorical_feature)

mapping

Wyjscie:

cloudy | foggy | rainy [ shnowy | sunny

0|00 o0 0o jo.n 1.0

1(1.0 0o 0o |00 0.0

0.ao 0.o oo o |1.0 0.0

2
3|00 0.o 1.0 (0.0 0.0
4|00 1.0 0.0 (0.0 0.0

Dane wyjSciowe to obiekt typu DataFrame obejmujacy poziomy kategorialne jako etykiety i od-
powiednie cechy binarne w kolumnach. Aby odwzorowaé wartosé kategorialng na liste wartosci
liczbowych, wykorzystaj mozliwosci biblioteki pandas:
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WejScie: mapping['sunny']

Wyjscie:
0 1.0
1 0.0
2 0.0
3 0.0
4 0.0

Name: sunny, dtype: float64
Wejscie: mapping['cloudy']
Wyjscie:
0.0

[— DI )
« e e .
o ooo

0
1
2
3
4
Name: cloudy, dtype: float64

W tym przykladzie wartosé sunny jest odwzorowywana na wartosci logiczne (1, 0, 0, 0, 0),
warto$¢ cloudy — na wartosci logiczne (0, 1, 0, 0, 0) itd.

Te samg operacje mozna wykona¢ takze za pomocg innego pakietu narzedzi — scikit-learn. Tu
rozwigzanie jest bardziej zlozone, poniewaz wymaga wcze$niejszego przeksztatcenia tekstu
na indeksy kategorialne. Efekt jest jednak taki sam. Wr6émy do omawianego przyktadu:

Wejscie:

from sklearn.preprocessing import OneHotEncoder

from sklearn.preprocessing import LabelEncoder

le = LabelEncoder()

ohe = OneHotEncoder()

levels = ['sunny', 'cloudy', 'snowy', 'rainy', 'foggy']

fit_levs = le.fit_transform(levels)

ohe.fit([[fit_levs[0]], [fit_levs[1]], [fit_levs[2]], [fit_levs[3]],

[fit_levs[4]]1])

print (ohe.transform([l1e.transform(['sunny'])]).toarray())

print (ohe.transform([le.transform(['cloudy'])]).toarray())

Wyjscie:

[[ 0. 0. 0. 0. 1.]]

[[ 1. 0. 0. 0. 0.]]
Obiekt typu LabelEncoder odwzorowuje tekst na od 0 do N liczb catkowitych (zauwaz, ze
otrzymane wartoSci dzialaja jak zmienne kategorialne, poniewaz okreslanie ich kolejnosci nie
ma sensu). Tu pie¢ wartosci jest odwzorowywanych na pieé¢ zmiennych binarnych.

Specjalny rodzaj danych — tekst

Poznaj teraz inny rodzaj danych. Tekstowe dane wyj$ciowe czesto sg uzywane w algorytmach
uczenia maszynowego, poniewaz stanowig naturalng reprezentacje danych w naszym jezyku.
Te dane sg tak bogate, ze zawierajg tez odpowiedz na stawiane pytania. W trakcie przetwa-
rzania tekstu najczesciej uzywane sg zbiory stéw z powtérzeniami. W tym podejsciu kazde
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stowo jest traktowane jak cecha, a tekst jest wektorem gromadzacym niezerowe elementy od-
powiadajace wszystkim zawartym w nim cechom (czyli stowom). Jaka jest liczba cech w tek-
stowym zbiorze danych? To proste — wystarczy okresli¢ unikatowe stowa i ustali¢ ich liczbe.
W bardzo rozbudowanym tekscie zawierajacym wszystkie angielskie stowa ta liczba wynosi
okoto 600 000. Jesli nie chcesz dodatkowo przetwarzaé tekstu (usuwaé okreslen w trzeciej
osobie, skrétéw, form skréconych i akroniméw), to ta liczba moze by¢ jeszcze wyzsza, ale zda-
rza sie to rzadko. W prostym podejsciu, jakie stosujemy w tej ksigzce, wystarczy pozwolié¢
Pythonowi wykonywaé jego zadania.

W tym punkcie uzywamy tekstowego zbioru danych. Jest to znany zbiér danych 20 Newsgroups
(wiecej informacji na jego temat znajdziesz na stronie http://quone.com/~jason/20Newsgroups/).
Jest to kolekcja okoto 20 000 dokumentéw obejmujacych 20 tematéw z grup dyskusyjnych.
Jest to jeden z najpopularniejszych (jesli nie najpopularniejszy) zbioréw danych uzywanych w kon-
tekscie klasyfikowania i klastrowania tekstu. W instrukeji importu pobieramy tylko podzbiér tego
zbioru, obejmujacy tematy naukowe (medycyne i przestrzen kosmiczna):

Wejscie: from sklearn.datasets import fetch_20newsgroups
categories = ['sci.med', 'sci.space'] twenty sci_news =
fetch_20newsgroups (categories=categories)

Gdy pierwszy raz uruchomisz ten fragment, kod automatycznie pobierze zbiér danych i umiesci
go w katalogu domySlnym $HOME/scikit_learn_data/20news_home/. Z. obiektu ze zbiorem da-
nych mozna pobraé lokalizacje plikéw, ich zawartosé i etykiete (temat dyskusji, z ktérej pochodzi
dany dokument). Te informacje s dostepne w atrybutach . filenames, .datai .target obiektu:

WejScie: print(twenty sci_news.data[0])

Wyjscie: From: flb@flb.optiplan.fi ("F.Baube[tm]") Subject:
Vandalizing the sky

X-Added: Forwarded by Space Digest

Organization: [via International Space University]
Original-Sender: isu@VACATION.VENARI.CS.CMU.EDU
Distribution: sci

Lines: 12

From: "Phil G. Fraering" <pgf@sr103.cacs.usl.edu> [...]
Wejscie: twenty sci_news.filenames

Wyjscie: array([
'/Users/datascientist/scikit_learn_data/20news_home/20news-
bydatetrain/sci.space/61116"',
'/Users/datascientist/scikit_learn_data/20news_home/20news-
bydatetrain/sci.med/58122",
'/Users/datascientist/scikit_learn_data/20news_home/20news-
bydatetrain/sci.med/58903', ...,
'/Users/datascientist/scikit_learn_data/20news_home/20news-
bydatetrain/sci.space/60774', [...]

Wejscie: print (twenty sci_news.target[0])

print (twenty sci_news.target names[twenty sci_news.target[0]])
Wyjscie:

1

sci.space
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Wartosci docelowe sa kategorialne, ale sa reprezentowane za pomoca liczb catkowitych
(0 oznacza sci.med, a 1 to sci.space). Jesli chcesz sie z nimi zapoznaé, podaj odpowiedni in-
deks tablicy twenty sci_news.target.

Najtatwiejszy sposéb przetwarzania takiego tekstu polega na przeksztalceniu zawartosci zbio-
ru danych na serie stéw. Oznacza to, ze dla kazdego dokumentu nalezy zliczy¢ wystapienia
poszczegblnych stéw.

W ramach przykltadu przygotujmy niewielki, fatwy w przetwarzaniu zbiér danych:

M Document_1: We love data science,

B Document_2: Data science is great.

W catym zbiorze danych, obejmujacym dokumenty Document 1 i Document 2, wystepuje tylko
sze$é réznych stéw: we, Tove, data science, is i great. Na podstawie tej tablicy mozna utworzyé
dla kazdego dokumentu wektor cech:

Feature Document 1 = [1 111 0 0]
Feature Document 2 = [0 0111 1]

Zauwaz, ze pomijamy tu pozycje stéw i zachowujemy tylko liczbe wystapien stéw w poszcze-
g6lnych dokumentach. To wszystko.

Dla zbioru danych 20 Newsgroups mozna za pomoca Pythona wykona¢ podobng operacje
w prosty sposéb:

Wejscie:

from sklearn.feature_extraction.text import CountVectorizer

count_vect = CountVectorizer()

word_count = count_vect.f1't_transform(twenty_sci_news.data)

word_count.shape

Wyjscie: (1187, 25638)

Najpierw tworzony jest obiekt typu CountVectorizer. Nastepnie kod wywotuje metode
fit_transform zliczajaca stowa z poszczegdlnych dokumentéw i generujacg dla kazdego do-
kumentu wektor cech. Nastepnie sprawdzany jest rozmiar macierzy. Zauwaz, ze wynikowa
macierz jest rzadka, poniewaz czesto w kazdym dokumencie wystepuje tylko ograniczony ze-
staw stéw (liczba niezerowych elementéw w kazdym wierszu jest niewielka, a przechowywa-
nie nadmiarowych zer nie ma sensu). Wymiary danych wyjsciowych to (1187, 25638). Pierwsza
warto$¢ oznacza liczbe obserwacji w zbiorze danych (liczbe dokumentéw), a druga jest liczba
cech (liczbg unikatowych st6w w zbiorze danych).

Po przeksztalceniach z uzyciem obiektu typu CountVectorizer kazdy dokument zostaje po-
wigzany z wektorem cech. Przyjrzyj sie najpierw pierwszemu dokumentowi:

Wejscie: print (word count[0])

Wyjscie:

(0, 10827) 2

(0, 10501) 2
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(0, 17170) 1
(0, 10341) 1
(0, 4762) 2
(0, 23381)
(0, 22345)
(0, 24461)
(0, 23137)
[...]

N =N

Zauwaz, ze dane wyjsciowe to wektor rzadki, w ktérym zapisywane sa tylko niezerowe ele-
menty. Aby bezposrednio sprawdzi¢ wystapienia stéw, wywolaj nastepujacy kod:

WejScie: word list = count_vect.get feature_ names()
for n in word _count[0].indices:

print ('Stowo: "%s". Liczba wystapied: %i' % (word list[n],
word_count[0, n]))

Wyjscie:

Stowo: from. Liczba wystapiei: 2

Stowo: flb. Liczba wystapien: 2

Stowo: optiplan. Liczba wystapien: 1

Stowo: fi. Liczba wystapien: 1

Stowo: baube. Liczba wystapien: 2

Stowo: tm. Liczba wystgpien: 2

Stowo: subject. Liczba wystapien: 1

Stowo: vandalizing. Liczba wystapien: 1

Stowo: the. Liczba wystgpiei: 7

[...]

Do tej pory wszystko wyglada prosto, prawda? Przejdzmy wiec do nastepnego zadania, bar-
dziej zlozonego i przydatnego. Zliczanie stéw jest warto$ciowe, ale mozna zrobié co$ wiecej.
Obliczmy czestotliwo$é ich wystepowania. Ta miara pozwala poréwnywaé czesto$é wystepo-
wania st6w w zbiorach danych o réznej wielkosci. Pozwala okresli¢, czy dany wyraz jest stowem
pomijanym (ang. stop word; s to bardzo popularne stowa takie jak ,a”, ,,an”, ,the” lub ,,is”),
czy jest rzadki i unikatowy. Zwykle unikatowe slowa sg najwazniejsze, poniewaz pozwalaja
ustalié¢ charakter tekstu i wysoce réznicujgce cechy w procesie uczenia. Aby ustalié czestotli-
wos¢ wystapien poszcezeg6lnych stow we wszystkich dokumentach, uruchom nastepujacy kod:

Wejscie:

from sklearn.feature_extraction.text import TfidfVectorizer

tf_vect = TfidfVectorizer(use_idf=False, norm="11")

word_freq = tf vect.fit_transform(twenty_sci_news.data)

word Tist = tf_vect.get_feature names()

for n in word_freq[0].indices:

print ('Stowo: "%s". Czestotliwosé: %0.3f' % (word_list[n],

word_freq[0, n]))

Wyjscie:

Stowo: "from". Czestotliwosc: 0.022

Stowo: "fl1b". Czestotliwosc: 0.022

Stowo: "optiplan". Czestotliwosé: 0.011

Stowo: "fi". Czestotliwosé: 0.011

Stowo: "baube". Czestotliwosc: 0.022
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Stowo: "tm". Czestotliwosc: 0.022

Stowo: "subject". Czestotliwosé: 0.011
Stowo: "vandalizing". Czestotliwosé: 0.011
Stowo: "the". Czestotliwosc: 0.077

[...]

Suma czestotliwosci wynosi tu 1 (lub, z powodu przyblizen, jest bliska tej wartosci). Dzieje
sie tak, poniewaz wybraliSmy norme 11. W tej sytuacji czestotliwos$é stéw jest okreslana za
pomoca funkcji dystrybucji prawdopodobienistwa. Czasem przydatne jest zwiekszenie réznic
miedzy rzadkimi i popularnymi stowami. Wtedy w celu znormalizowania wektora cech mozna
zastosowac¢ norme 12.

Jeszcze skuteczniejszy sposéb wektoryzacji danych tekstowych polega na zastosowaniu na-
rzedzia Tfidf. W skrécie mozna wyjasnié, ze mnozy ono czestotliwo$¢ wystepowania stéw
w danym dokumencie przez odwrotno$é¢ czestotliwo$ci wystepowania stowa w zbiorze doku-
mentéw (a dokladniej logarytm tej czestotliwosci)'. Jest to bardzo przydatne do ustalania stow,
ktére skutecznie opisuja kazdy dokument i dobrze réznicuja dokumenty ze zbioru danych.
Narzedzie Tfidf zyskalo znaczna popularno$é od czasu rozpoczecia przetwarzania danych
tekstowych za pomoca komputeréw. Jest ono uzywane w wiekszo$ci wyszukiwarek i programéw
do wyszukiwania informacji, poniewaz pozwala skutecznie mierzyé podobiefistwo (i odleglosé)
miedzy zdaniami. Dlatego jest optymalnym narzedziem do pobierania dokumentéw na pod-

stawie zapytania wprowadzonego przez uzytkownika.
Wejscie:
from sklearn.feature_extraction.text import TfidfVectorizer
tfidf_vect = TfidfVectorizer() # Domysine ustawienie: use_idf=True
word_tfidf = tfidf _vect.fit_transform(twenty_sci_news.data)
word list = tfidf vect.get feature names()
for n in word_tfidf[0].indices:
print ('Stowo: "%s". Wartos¢ tf-idf: %0.3f' % (word list[n],
word_tfidf[0, n]))
Out:
Stowo: "fred". Wartos¢ tf-idf: 0.089
Stowo: "twilight". Wartosc tf-idf: tf-idf 0.139
Stowo: "evening". Wartos¢ tf-idf: tf-idf 0.113
Stowo: "in". Wartosé¢ tf-idf: tf-idf 0.024
Stowo: "presence". Wartos¢ tf-idf: tf-idf 0.119
Stowo: "its". Wartos¢ tf-idf: tf-idf 0.061
Stowo: "blare". Wartosc tf-idf: tf-idf 0.150
Stowo: "freely". Wartosé¢ tf-idf: tf-idf 0.119
Stowo: "may". Wartos¢ tf-idf: tf-idf 0.054
Stowo: "god". Wartos¢c tf-idf: tf-idf 0.119
Stowo: "blessed". Wartosé¢ tf-idf: tf-idf 0.150
Stowo: "is". Wartos¢ tf-idf: tf-idf 0.026
Stowo: "profiting". Wartosc tf-idf: tf-idf 0.150
[...]

' Dokladne wyjasnienie wzoru na TFIDF znajdziesz na stronie https://pl.wikipedia.orghwiki/TFIDF —
przyp. tlum.
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W tym przykladzie cztery najwazniejsze informacyjnie stowa z pierwszego dokumentu to:
caste, baube, f1b i tm (to dla nich uzyskaliSmy najwyzszy wynik tf-idf). To oznacza, ze cze-
stotliwo$é tych stéw w danym dokumencie jest wysoka, natomiast w innych dokumentach
pojawiaja sie one stosunkowo rzadko. W kontekscie teorii informacji oznacza to, ze entropia
tych stéw w dokumencie jest wysoka, a w zbiorze wszystkich dokumentéw — niska.

Do tej pory generowali$my cechy dla kazdego stowa. A moze polaczyé grupy stéw ze sobg?
Efekt ten mozna uzyskaé, stosujac bigramy zamiast unigraméw. Gdy uzywane sa bigramy
(i, ogblnie, n-gramy), wazne sg obecno$¢ lub nieobecno$é stowa oraz jego sasiedztwo (czyli wy-
razy znajdujace sie w poblizu i ich pozycje). Mozesz oczywiscie taczy¢ unigramy z n-gramami
w celu uzyskania rozbudowanego wektora cech dla kazdego dokumentu. Przetestujmy dziatanie
n-graméw w nastepujagcym prostym przykladzie:

Wejscie:

text_1 = 'we Tove data science’

text_2 = 'data science is hard’

documents = [text 1, text 2]

documents

WyjScie: ['we Tove data science', 'data science is hard']

Wejscie: # To domysine rozwiqzanie stosowane juz wezesniej.

count_vect_1 grams = CountVectorizer(ngram range=(1, 1),

stop_words=[], min_df=1)

word_count = count_vect_l_gr‘ams.fit_transform(documents)

word_list = count_vect 1 grams.get_ feature_names()

print ("Lista stéw = ", word list)

print ("Tekst text 1 mozna opisac za pomoca okreslei", [word Tist[n] + "(" +

str(word_count[0, n]) + ")" for n in word_count[0].indices])

Wyjscie:

Lista stow = ['data’', 'hard', 'is', 'love', 'science', 'we']

Tekst text_1 mozna opisac za pomoca okresledi ['we(l)', 'love(1l)', 'data(l)’',

'science(1)']

WejScie: # Teraz generowany jest wektor wystqpien bigramow.

count_vect 1 grams = CountVectorizer(ngram range=(2, 2))

word_count = count_vect_1 grams.fit_transform (documents)

word list = count_vect_1 grams.get_feature_names ()

print ("Lista stow = ", word_list)

print ("Tekst text_1 mozna opisaé za pomoca okreslen", [word list[n] + "(" +
str(word_count[0, n]) + ")" for n in word_count[0].indices])
Wyjscie:

Lista stéw = ['data science', 'is hard', 'love data',

'science is', 'we love']

Tekst text_1 mozna opisac za pomoca okreslefi ['we love(l)', 'love data(l)',
'data science(1)']

WejsScie: # Teraz generowany jest wektor z uni- i bigramami.

count_vect 1 grams = CountVectorizer(ngram range=(1, 2))

word_count = count_vect_l_grams.fit_transform(documents)

word list = count_vect_l_grams.get_feature_names()

print ("Lista stow = ", word_list)

print ("Tekst text_1 mozna opisaé za pomoca okreslen", [word list[n] + "(" +
str(word_count[0, n]) + ")" for n in word_count[0].indices])
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Wyjscie:

Lista stow = ['data', 'data science', 'hard', 'is', 'is hard’',

'love', 'love data', 'science', 'science is', 'we', 'we love']

Tekst text_1 mozna opisac za pomoca okreslei ['we(l)', 'love(1l)', 'data(l)’',
'science(1)', 'we Tove(l)', 'love data(l)', 'data science(1)']

W tym przykladzie polaczylisSmy w intuicyjny sposéb pierwsze podejscie z drugim. Ta uzy-
wany jest typ CountVectorizer, jednak w ramach tej techniki bardzo czesto stosowany jest tez
typ TfidfVectorizer. Zauwaz, ze stosowanie n-graméw skutkuje wykladniczym wzrostem
liczby cech.

Jesli liczba cech jest za duza (stownictwo jest zbyt bogate, wystepuje za duzo n-graméw lub
komputer ma ograniczona wydajno$c¢), mozesz zastosowaé sztuczke zmniejszajaca ztozonosé
problemu (najpierw jednak ocef, czy ograniczenie zlozonosci jest warte wzrostu wydajnosci).
Czesto stosowana jest sztuczka z haszowaniem, polegajaca na generowaniu skrétéw dla stéow
(lub n-graméw). Dla niektérych stéw skréty sg takie same, dlatego powstaja kubelki ze stowami.
Kubelki to zbiory semantycznie niepowigzanych stéw o takich samych skrétach. Za pomoca
obiektu typu HashingVectorizer mozesz (tak jak w ponizszym przykladzie) ustali¢ liczbe ku-
betkéw. Wynikowa macierz oczywiscie odzwierciedla to ustawienie:

Wejscie: from sklearn.feature_extraction.text import HashingVectorizer

hash_vect = HashingVectorizer(n_features=1000)

word hashed = hash vect.f1't_transform(twenty_sci_news.data)

word:hashed.shape -
Wyjscie: (1187, 1000)

Zauwaz, ze nie mozna odwrdécié procesu haszowania (jest to nieodwracalny proces generowa-
nia skrétu danych). Dlatego po przeksztalceniach trzeba pracowa¢ z cechami w postaci skrétéw.
Haszowanie ma sporo zalet: umozliwia szybkie przeksztalcanie zbioréw stéw w wektory cech
(cechami sg wtedy kubetki skr6téw), tatwe uwzglednianie w cechach niespotykanych wezesniej
stéw i unikanie nadmiernego dopasowywania modelu do danych (poniewaz do kubetkéw tra-
fiaja niepowigzane stowa).

Scraping stron internetowych
za pomocq pakietu Beautiful Soup

W poprzednim punkcie pokazalismy, jak operowaé danymi tekstowymi, gdy zbior danych jest
juz dostepny. A co zrobié¢, gdy konieczne sa scraping strony internetowej i reczne pobranie
danych?

Taka sytuacja zdarza sie czesciej, niz méglbys podejrzewaé. Scraping jest bardzo popularnym
zagadnieniem w obszarze nauki o danych. Oto przyktady:
B Instytucje finansowe stosuja scraping stron, by poznaé nowe szczegoély i uzyskac
informacje na temat firm, w ktére inwestujg. Doskonalymi Zrédtami takich analiz
sg serwisy informacyjne, sieci spolecznosciowe, blogi, fora i witryny korporacyjne.
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B Agencje reklamowe i domy mediowe analizuja nastroje konsumentéw i popularnosé
réznych materialéw w internecie, aby zrozumieé reakcje odbiorcéw.

B Firmy specjalizujace sie w analizach i rekomendacjach stosuja scraping stron
w celu zrozumienia wzorcéw zachowan uzytkownikéw i ich modelowania.

B W poréwnywarkach internet jest uzywany do poréwnywania cen, produktéw i ustug.
Uzytkownicy otrzymuja dzieki temu aktualizowany zbiorczy obraz biezacej sytuacii.

Niestety bardzo trudno jest automatycznie przetwarzaé¢ witryny, poniewaz sa one budowane
i konserwowane przez inne osoby oraz r6znia sie infrastruktura, lokalizacja, jezykami i struk-
tura. Jedynym wspélnym aspektem jest reprezentacja opracowana w standardowym jezyku,
ktérym zwykle jest HTML.

To dlatego zdecydowana wiekszo$é dostepnych obecnie narzedzi do scrapingu stron interne-
towych potrafi tylko na ogélnym poziomie ,,zrozumie¢” strony HTML i poruszaé sie po nich.
Jeden z najcze$ciej stosowanych parseré6w stron internetowych to Beautiful Soup. Jest to
napisane w Pythonie bardzo stabilne i proste w uzyciu narzedzie. Potrafi wykrywa¢ btedy
i fragmenty nieprawidtowo zbudowanego kodu na stronach HTML-owych (pamietaj, ze strony
internetowe sg czesto pisane przez ludzi, dlatego mogg zawieraé bledy).

Kompletny opis narzedzia Beautiful Soup wymagalby calej ksigzki. W tym miejscu przedsta-
wiamy tylko wybrane aspekty. Przede wszystkim Beautiful Soup nie jest robotem internetowym
(ang. crawler). Dlatego do wezytywania stron nalezy zastosowaé na przyklad biblioteke ur11ib.

Pobierzmy teraz z Wikipedii kod strony poswieconej Williamowi Szekspirowi:

Wejscie: import urllib.request

url = 'https://en.wikipedia.org/wiki/William_Shakespeare'
request = urllib.request.Request(url)

response = urllib.request.urlopen(request)

Teraz nalezy nakaza¢ narzedziu Beautiful Soup wezytanie zasobu i parsowanie danych za po-
mocg parsera HTML-a:

Wejscie: from bs4 import BeautifulSoup

soup = BeautifulSoup(response, 'html.parser')

Gdy obiekt soup jest juz gotowy, mozna kierowaé do niego zapytania. W celu pobrania tytutu
zazadaj atrybutu title:

Wejscie: soup.title

WyjScie: <title>William Shakespeare - Wikipedia, the free encyclopedia</title>

Widaé tu, ze zwracany jest caly znacznik title. Umozliwia to dokladng analize zagniezdzonej
struktury strony w HTML-u. Zal6zmy, ze chcesz poznaé kategorie powigzane ze strong Wiki-
pedii po$wiecong Williamowi Szekspirowi. Bardzo przydatne jest wtedy utworzenie grafu dla
artykutu i rekurencyjne pobieranie oraz parsowanie powiazanych stron. Najpierw nalezy
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recznie przeanalizowa¢ strone w HTML-u, by ustali¢ odpowiedni znacznik zawierajacy szukane
informacje. Pamietaj, ze w nauce o danych ,nie ma nic za darmo”. Nie istnieja funkcje auto-
matycznego wykrywania danych, a poza tym ustalone informacje mogg sie zmienié¢, gdy
w Wikipedii zastosowany zostanie nowy format stron.

W wyniku recznych analiz okazuje sie, ze kategorie s przechowywane w znaczniku div o na-
zwie mw-normal-catlinks. Oprécz pierwszego odsylacza wszystkie pozostale sa odpowiednie.
Pora przystapi¢ do pisania kodu z uwzglednieniem poczynionych obserwacji. Kod wyswietla
tu kazda kategorie, tytul strony, do ktérej prowadzi odsylacz, i wzgledny odnosnik:

Wejscie:

section = soup.find_all(id="mw-normal-catlinks') [0]

for catlink in section.find_al1("a")[1:]:

print(catlink.get("title"), "->", catlink.get("href"))

Wyjscie:

Category:William Shakespeare -> /wiki/Category:William Shakespeare

Category:1564 births -> /wiki/Category:1564 births

Category:1616 deaths -> /wiki/Category:1616 deaths

Category:16th-century English male actors ->

/wiki/Category:16thcentury English_male_actors

Category:English male stage actors ->

/wiki/Category:English male_stage actors

Category:16th-century English writers -> /wiki/Category:16thcentury English writers

Dwukrotnie uzywamy tu metody find_all, aby znalez¢ wszystkie znaczniki HTML-a z tek-
stem podanym w argumencie. W pierwszym przypadku interesuje nas identyfikator. W drugim
szukamy wszystkich znacznikéw a.

Na podstawie danych wyjsciowych i z zastosowaniem tego samego kodu do nowych adreséw
URL mozna rekurencyjnie pobraé¢ odpowiednie strony kategorii z Wikipedii i dotrze¢ do ka-
tegorii nadrzednych.

Ostatnia uwaga na temat scrapingu — pamietaj, ze ta technika nie zawsze jest dozwolona.
Nawet gdy jej stosowanie jest dopuszczalne, zadbaj o ograniczenie szybkosci pobierania da-
nych. Jesli szybkosé pobierania bedzie zbyt wysoka, serwer witryny moze uzna¢ to za prowa-
dzony na niewielka skale atak DoS i doda¢ Twéj adres IP do czarnej listy oraz go zablokowac.
Wiecej informacji znajdziesz w warunkach uzytkowania witryny (mozesz tez skontaktowaé sie
z administratorami). Pobieranie danych z witryn chronionych prawem autorskim moze pro-
wadzi¢ do probleméw. To dlatego wiekszo$¢é firm stosujacych scraping korzysta w tym celu
z ushug zewnetrznych dostaweéw lub podpisuje specjalne umowy z whascicielami witryn.
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Przetwarzanie danych
za pomocg pakietu NumPy

Przedstawilismy juz najwazniejsze polecenia z biblioteki pandas stuzace do wezytywania da-
nych i wstepnego przetwarzania ich w pamieci — w calosci, w mniejszych porcjach lub nawet
jako pojedynczych wierszy danych. W nastepnym etapie potoku nalezy zajaé sie tymi danymi
w celu przygotowania macierzy z danymi dostosowanej do procedur uczenia (nadzorowanego
lub nienadzorowanego).

Jako najlepszg praktyke zalecamy rozbicie tego zadania na etap, w ktérym dane wcigz sg nie-
jednorodne (obejmuje wartosci liczbowe i symboliczne), i kolejny etap, gdy dane maja juz po-
sta¢ tabeli liczb. Tabela (macierz) danych obejmuje wiersze reprezentujace obserwacje oraz
kolumny z zaobserwowanymi warto$ciami (pelnigcymi funkcje zmiennych).

Zgodnie z naszymi poradami powiniene$ przelacza¢ sie miedzy dwoma najwazniejszymi pa-
kietami Pythona stuzacymi do analiz naukowych (pandas i NumPy) oraz dwiema podstawo-
wymi strukturami danych z tych pakietéw (DataFrame i ndarray). Uzywany przez ciebie potok
pracy bedzie wtedy wydajniejszy i szybszy.

Poniewaz struktura danych, ktéra ma trafié¢ do nastepnej fazy (uczenia maszynowego), jest
macierzg reprezentowang za pomocg typu ndarray z pakietu NumPy, zacznijmy od efektu,
jaki chcemy uzyskaé. Zobacz, jak wygenerowaé obiekt tego typu.

N-wymiarowe tablice z pakietu NumPy

Python udostepnia natywne struktury danych, na przyktad listy i stowniki, z ktérych w miare
mozliwosci powinienes$ korzystad. Listy pozwalaja przechowywaé sekwencje niejednorodnych
obiektow (na tej samej liscie mozesz przechowywaé na przyklad liczby, tekst, grafike i dzwieki).
Natomiast stowniki sg oparte na tablicy wyszukiwania (tablicy z haszowaniem) i pozwalajg uzy-
skaé¢ dostep do danych. Tymi danymi moze by¢ dowolny obiekt Pythona. Czesto jest nim lista
lub inny stownik. Tak wiec za pomoca stownikéw mozna budowa¢ ztozone, wielowymiarowe
struktury danych.

Listy i sfowniki majg jednak okreslone ograniczenia. Przede wszystkim powodujg problemy
z pamiecia i wydajnosScia. Nie sg zoptymalizowane pod katem zajmowania prawie przyleglych
blok6w pamieci, co moze prowadzié do probleméw, gdy prébujesz zastosowaé wysoce zop-
tymalizowane algorytmy lub obliczenia z uzyciem wielu procesoréw (pamieé¢ stanowi wtedy
waskie gardlo). Dlatego te struktury doskonale nadajg sie do przechowywania danych, ale nie
do wykonywania na nich operacji. Jesli wiec chcesz operowaé na danych, musisz najpierw
zdefiniowa¢ niestandardowe funkcje i iteracyjnie pobieraé elementy listy lub stownika. Gdy
przetwarzane sg duze zbiory danych, iteracja czesto okazuje sie nieoptymalna.
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Pakiet NumPy udostepnia klase ndarray (reprezentujgcg n-wymiarowe tablice) o nastepujgcych
cechach:
B Jest optymalna ze wzgledu na pamied (i, oprécz innych aspektéw, skonfigurowana
tak, by przekazywaé¢ dane do procedur w jezyku C lub Fortran z blokami pamieci
uporzadkowanymi w sposéb zapewniajacy najwyzsza wydajnosc).
B Umozliwia szybkie obliczenia z obszaru algebry liniowej (wektoryzacja) i operacje
na elementach (broadcasting?) bez koniecznosci stosowania iteracji w postaci
petli for, ktére w Pythonie sg zwykle kosztowne obliczeniowo.
B Funkcje z waznych bibliotek (takich jak SciPy i scikit-learn) wymagaja tablic
jako danych wyjsciowych.

Te cechy zwigzane sg jednak z pewnymi ograniczeniami. Oto wady obiektéw typu ndarray:
B Zwykle przechowujg one tylko elementy jednego konkretnego typu danych, ktory
mozna wezesniej zdefiniowaé (istnieje wprawdzie mozliwosé zdefiniowania
ztozonych i niejednorodnych typéw danych, jednak korzystanie z nich
w kontekscie analiz byloby bardzo trudne).

B Po zainicjowaniu takich obiektéw ich wielkosé jest stata. Jesli zechcesz zmieni¢
wielkosé obiektu, musisz utworzy¢ go od nowa.

Podstawowe informacje o obiektach ndarray
z pakietu NumPy

W Pythonie tablica to blok przyleglych w pamieci danych okreslonego typu z nagléwkiem
wskazujacym schemat indeksowania i deskryptorem typu danych.

Dzieki schematowi indeksowania za pomocg tablic mozna reprezentowaé¢ wielowymiarowe
struktury danych, w ktérych indeks kazdego elementu jest krotkg obejmujaca n liczb catko-
witych, gdzie n to liczba wymiaréw. Gdy tablica jest jednowymiarowa (czyli jest wektorem
sekwencyjnych danych), indeks rozpoczyna sie od zera (tak jak w listach Pythona).

Gdy tablica jest dwuwymiarowa, trzeba zastosowaé indeks w postaci dwoéch liczb catkowitych
(krotki ze wspotrzednymi x, y), dla trzech wymiaréw potrzebne sa trzy liczby catkowite (krotka
x, y, ) itd.

W kazdej lokalizacji wskazywanej przez indeks tablica zawiera dane okreslonego typu. Tabli-
ca moze przechowywaé rézne liczbowe typy danych, a takze lancuchy znakéw i inne obiekty
Pythona. Mozna tez tworzy¢ niestandardowe typy danych i dodawaé w ten sposéb sekwencje
réznych typow, choé odradzamy to rozwigzanie i zalecamy stosowanie w takich sytuacjach typu
DataFrame z biblioteki pandas. Struktury danych z tej biblioteki zapewniajg wiecej mozliwosci,

% Czyli dostosowywanie ksztaltu mniejszej tablicy do wiekszej; zobacz https://docs.scipy.org/docmumpy/
user/basics.broadcasting. html — przyp. tlum.
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gdy intensywnie uzywane sa niejednorodne typy danych (jesli takie typy sa potrzebne bada-
czowi danych). W tej ksigzce stosujemy tablice z pakietu NumPy tylko dla konkretnych, zde-
finiowanych typéw, a do obstugi niejednorodnych danych postugujemy sie bibliotekg pandas.

Poniewaz typ elementéw tablicy i liczba zajmowanych przez nie bajtéw sa zdefiniowane od
poczatku, w procesie tworzenia tablicy rezerwowana jest przestrzen dokladnie mieszczaca
wszystkie dane. Dlatego dostep do elementéw tablicy, ich modyfikowanie i obliczenia na nich
odbywaja sie dos¢ szybko, choé¢ dzieje sie to kosztem tego, ze tablica jest stala i nie mozna
zmieni¢ jej struktury.

Listy Pythona sg bardzo nieporeczne i powolne. Sg kolekcjami wskaznikéw taczacych liste
z rozproszonymi w pamieci lokalizacjami zawierajacymi same dane. Na nastepnym rysunku
widaé, ze typ ndarray obejmuje tylko wskaznik prowadzacy do jednej lokalizacji w pamieci,
gdzie przechowywane sg uporzadkowane sekwencyjnie dane. Gdy chcesz uzyskaé dostep do
danych z tablicy ndarray, wymaga to mniej operacji i korzystania z mniejszej liczby lokalizacji
w pamieci niz przy stosowaniu list. Z tego wynika wydajnosé i szybkos$¢ takich tablic w pracy
z duzymi zbiorami danych. Wadg jest to, ze zawartosci tych tablic nie mozna zmieniaé. Wsta-
wianie do nich danych lub usuwanie z nich danych wymaga utworzenia nowej tablicy.

PyObject_HEAD PyObject_HEAD

Wielkos¢ Wskaznik do danych

Wskazniki do elementéw: Wielkos¢
0x328567

0x318739

0x337648 Kroki

0x316300

HEEEE

Niezaleznie od liczby wymiaréw tablicy ndarray dane zawsze sa porzadkowane jako ciagla se-
kwencja wartosci (w cigglym bloku pamieci). Znajomosé wielkosci tablicy i krokéw (okreslaja-
cych, ile bajtéw w pamieci trzeba przeskoczyé, aby przejsé do nastepnej pozycji na danej osi)
pozwala na fatwe poprawne reprezentowanie tablicy i operowanie na nie;j.

Gdy trzeba reprezentowaé wiele wymiar6w za pomocy list, konieczne jest utworzenie list za-
gniezdzonych, co dodatkowo zwieksza koszty dostepu do danych i fragmentacje danych.

Moze sie wydawac, ze to tylko niepotrzebne gadanie informatykéw. W koricu badacze danych chcg je-
dynie szybko wykonywa¢ za pomoca Pythona przydatne operacje. To oczywiscie stuszne podejscie, jed-
nak zwiezta (,szybka") skfadnia nie zawsze przektada sie na szybkie wykonywanie kodu. Jesli opanujesz
wewnetrzne mechanizmy pakietu NumPy i biblioteki pandas, bedziesz mdgt przyspieszy¢ prace kodu
i wykonywac wiecej operacji w krétszym czasie. ZetkneliSmy sie z sytuacjg, w ktorej czas pracy skfa-
dniowo poprawnego kodu przeksztatcajgcego dane z uzyciem pakietu NumPy i biblioteki pandas udato
sie w wyniku odpowiedniej refaktoryzacji skréci¢ o 95%!

94

Polec¢ ksigzke


http://helion.pl/rf/pypod2
http://helion.pl/rt/pypod2

Rozdziat 2. e Przeksztalcanie danych

Na potrzeby tej ksigzki bardzo wazne jest tez, by zrozumieé, ze w ramach dostepu lub prze-
ksztalcania tablicy czasem kod tylko tworzy widok jej zawarto$ci, a czasem ja kopiuje. W trakcie
tworzenia widoku tablicy wywolywana jest procedura, ktéra umozliwia konwersje danych z ta-
blicy na inne dane, przy czym zZrédlowa tablica sie nie zmienia. W poprzednim przykladzie
tworzenie widoku powoduje jedynie zmiane atrybutu opisujacego wielkosé tablicy ndarray.
Same dane pozostaja nietkniete. Dlatego transformacje danych zwigzane z tworzeniem widoku
tablicy sa nietrwale — chyba ze utrwalisz je w nowej tablicy.

Natomiast w trakcie kopiowania powstaje nowa tablica o nowej strukturze (zajmujaca Swiezg,
pamied). Nie polega to tylko na zmianie parametru okreslajacego wielkosé tablicy. Zamiast
tego rezerwowany jest nowy przylegly blok pamieci, do ktérego dane zostaja skopiowane.

Obiekty typu DataFrame z biblioteki pandas sktadaja sie z jednowymiarowych tablic ndarray z pakietu
NumPy. Dlatego tez cechujg sie szybkoscig i wydajnym wykorzystaniem pamieci typowymi dla tablic
ndarray, gdy operacje dotycza kolumn (poniewaz kazda kolumna to tablica ndarray). Gdy operacje
dotycza wierszy, obiekty typu DataFrame sa mniej wydajne, poniewaz sekwencyjnie uzywane sg rézne
kolumny (czyli inne tablice ndarray). Ponadto wydajniejsze jest wskazywanie lokalizacji w obiektach
typu DataFrame za pomocg indeksu pozycyjnego, a nie przy uzyciu indeksu z biblioteki pandas. Jest
tak, poniewaz w tablicach ndarray do wskazywania pozycji stuzg liczby catkowite. Uzywanie indekséw
z biblioteki pandas (ktére moga by¢ tekstowe) wymaga przeksztafcenia indeksu na odpowiednig pozycje,
aby méc poprawnie operowac na danych.

Tworzenie tablic z pakietu NumPy

Tablice z pakietu NumPy mozna tworzyé na kilka sposobéw. Oto niektére z nich:
B przeksztalcenie istniejacej struktury danych w tablice,

B utworzenie tablicy od podstaw i zapetnienie jej domy§lnymi lub obliczonymi
warto$ciami,

B weczytanie danych z dysku do tablicy.

Jesli cheesz przeksztalci¢ istniejaca strukture danych, najwygodniej uzyé listy ustrukturyzo-
wanej lub obiektu typu DataFrame.

Przeksztatcanie list w jednowymiarowe tablice

Jednym z najczesciej wykonywanych zadar zwigzanych z praca z danymi jest przeksztalcanie
listy w tablice.

W trakcie przeprowadzania takiej operacji wazne jest, by uwzglednié zawarto$é obiektéw
z listy, poniewaz wplywa to na liczbe wymiaréw i typ dtype wynikowe;j tablicy.
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Zacznijmy od listy zawierajacej same liczby catkowite:

Wejscie: import numpy as np

Wejscie: # Transformacja listy w jednowymiarowq tablice
Tist_of ints = [1,2,3]

Array 1 = np.array(list_of_ints)

WejScie: Array 1

Wyjscie: array([1, 2, 3])

Pamietaj, ze dostep do jednowymiarowej tablicy mozna uzyska¢ w ten sam sposéb co do
standardowych list Pythona (za pomocg rozpoczynajacych sie od zera indekséw):

Wejscie: Array 1[1] # Wyswietlanie drugiej wartosci

Wyjscie: 2
Mozna pobraé¢ dodatkowe informacje na temat typu obiektu i typu jego elementéw (wynikowy
typ zalezy od tego, czy system jest 32-bitowy, czy 64-bitowy):

Wejscie: type(Array_1)
Wyjscie: numpy.ndarray
Wejscie: Array_l.dtype
Wyjscie: dtype('int64')

Domyslny typ dtype zalezy od uzywanego systemu operacyjnego.

Prosta lista liczb calkowitych zostanie przeksztalcona w jednowymiarowsa tablice, czyli w wektor
32-bitowych liczb catkowitych (od —231 do 231-1; sg to domyslne wartosci liczb catkowitych
w systemie uzywanym przez nas do wykonywania przyktadow).

Kontrolowanie ilosci zajmowanej pamieci

Mozesz uznaé, ze stosowanie typu int64 dla ograniczonego zakresu wartosci to marnotraw-
stwo pamieci.

W sytuacjach, gdy uzywanych jest duzo danych, mozesz obliczy¢ ilo§é pamieci zajmowang
przez obiekt Array 1:

Wejscie: import numpy as np
WejScie: Array l.nbytes
Wyjscie: 24

Zauwaz, ze w systemach 32-bitowych (lub przy stosowaniu 32-bitowej wersji Pythona w systemie
64-bitowym) wynikiem jest 12.

Aby zmniejszy¢ ilo$¢ zajmowanej pamieci, mozesz okresli¢ typ najlepiej dopasowany do tablicy:

WejScie: Array 1 = np.array(list_of ints, dtype= 'int8')
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Teraz utworzona prosta tablica zajmuje jedng czwarta pamieci potrzebnej w poprzedniej wersji.
Ten przyktad moze wydawaé sie oczywisty i nadmiernie uproszczony, jednak gdy przetwarzasz
miliony wierszy i kolumn, zdefiniowanie typu danych optymalnie dostosowanego do analiz po-
zwala uratowaé sytuacje i zmiesci¢ wszystkie dane w pamieci.

Dla informacji czytelnikéw przedstawiamy tabele z typami najczesciej uzywanymi w aplika-
cjach z obszaru nauki o danych. W tabeli tej znajdziesz tez informacje o pamieci zajmowane;j
przez pojedyncze elementy poszezegblnych typow.

Typ Wielkos¢ w bajtach  Opis

bool 1 Wartosci logiczne (True lub False) zapisywane jako bajt

int_ 4 Domyslny typ catkowitoliczbowy (zwykle int32 lub int64)

int8 1 Bajt (od —128 do 127)

intl6 2 Liczba catkowita (od —32 768 do 32 767)

int32 4 Liczba catkowita (od —2**31 do 2**31-1)

int64 8 Liczba catkowita (od —2**63 do 2**63—1)

uint8 1 Liczba catkowita bez znaku (od 0 do 255)

uintle 2 Liczba catkowita bez znaku (od 0 do 65 535)

uint3z 3 Liczba catkowita bez znaku (od 0 do 2**32-1)

uintéd 4 Liczba catkowita bez znaku (od 0 do 2**64—1)

float_ 8 Skrotowy zapis typu f1oat64

floatle 2 Liczba zmiennoprzecinkowa o pofowicznej precyzji (wyktadnik 5 bitow,
mantysa 10 bitow)

float32z 4 Liczba zmiennoprzecinkowa o pojedynczej precyzji (wyktadnik 8 bitow,
mantysa 23 bity)

float64 8 Liczba zmiennoprzecinkowa o podwajnej precyzji (wyktadnik 11 bitow,

mantysa 52 bity)

Istnieja tez inne typy liczbowe (na przyktad dla liczb zespolonych), ktére sg stosowane rzadziej, ale mogg
okazac sie potrzebne w danej aplikacji (przyktadowo do generowania spektrogramu). Kompletny zestaw
typow znajdziesz w podreczniku uzytkownika pakietu NumPy na stronie Atips.//docs.scipy.org/doc/
numpy/user/basics. types. htmi.

Jesli cheesz zmienié typ tablicy, mozesz tatwo utworzy¢ nowg tablice, rzutujac pierwotng na
okreslony nowy typ:

WejScie: Array 1b = Array l.astype('float32')
Array_1b
Wyjscie: array([ 1., 2., 3.], dtype=float32)

Jesli tablica zajmuje duzo pamieci, metoda .astype zawsze kopiuje dane i tworzy nows tablice.
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Listy niejednorodne

Co sie stanie, gdy utworzysz liste sktadajacg sie z niejednorodnych elementéw, na przykltad
liczb catkowitych, liczb zmiennoprzecinkowych i taiicuchéw znakéw? Sytuacja sie skomplikuje.
Oto krotki przyktad ilustrujacy taki scenariusz:

Wejscie: import numpy as np

complex_list = [1,2,3] + [1.,2.,3.] + ['a','b","'c']

Array 2 = np.array(complex 1ist[:3]) # Poczqtkowo lista wejsciowa

# zawiera same liczby catkowite.

print ('complex_list[:3]', Array 2.dtype)

Array 2 = np.array(complex_1ist[:6]) # Nastepnie zawiera liczby catkowite i zmiennoprzecinkowe.

print ('complex 1ist[:6]', Array 2.dtype)

Array 2 = np.array(complex_list) # W ostatnim kroku dodajemy laricuchy znakéw.

print ('complex_list[:] ',Array_2.dtype)

Wyjscie:

complex_list[:3] int64

complex_list[:6] float64

complex_list[:] <U32

Z danych wyjsciowych wynika, ze warto$ci typu int sa zastepowane warto$ciami typu float,
a z kolei te sg ostatecznie przeksztalcane w lanicuchy znakéw (sekwencja <U32 oznacza taficuchy
znakéw Unicode o wielkosci do 32 bitéw).

W trakcie tworzenia tablic na podstawie list mozesz laczyé elementy ré6znych typow. Najbar-
dziej charakterystycznym dla Pythona sposobem sprawdzenia wynikowego typu jest zbadanie
atrybutu dtype uzyskanej tablicy.

Zauwaz, ze jesli nie jestes pewien, jakie dane zawiera tablica, musisz to sprawdzié. W prze-
ciwnym razie moze sie okazaé, ze operowanie wynikowa tablica bedzie niemozliwe, co do-
prowadzi do btedu (z powodu nieobstugiwanego typu operandu):

Wejscie: # Sprawd:zanie, czy tablica z pakietu NumPy zawiera elementy odpowiedniego typu liczbowego.

print (isinstance(Array_2[0],np.number))
Wyjscie: False

W procesie przeksztalcania danych przypadkowe natrafienie na wyjsciows tablice taricuchéw
znakéw oznacza, ze programista w poprzednim kroku zapomnial przeksztalci¢ zmienne na
liczby (na przyklad w trakcie zapisywania wszystkich danych w obiekcie typu DataFrame).
W podrozdziale ,,Praca z danymi kategorialnymi i tekstowymi” omawiamy proste sposoby po-
stepowania w takich sytuacjach.

Najpierw jednak warto dokoficzyé omawianie tworzenia tablic na podstawie list. Wezesniej
wspomnieli§my, ze typ obiektéw z listy wpltywa na liczbe wymiaréw tablicy.
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0d list do tablic wielowymiarowych

Lista zawierajaca obiekty tekstowe lub liczby jest przeksztalcana w tablice jednowymiarows,
(reprezentujaca na przyklad wektor wspétczynnikéw), natomiast lista list daje tablice dwu-
wymiarowg, a lista list list skutkuje utworzeniem tablicy tréjwymiarowe;j:
Wejscie: import numpy as np
# Przeksztatcanie listy w tablice dwuwymiarowq
a list of lists = [[1,2,3],[4,5,6],[7,8,9]]
Array 2D = np.array(a_list_of _lists )
Array_2D
Wyjscie:
array([[1, 2, 3],
[4, 5, 6],
[7, 8, 911

Wezesniej wspomnieliSmy, ze za pomoca indeksé6w mozesz wskazywaé pojedyncze warto$ci.
Tu uzywane sg dwa indeksy — jeden okreslajacy wiersz (0§ 0) i drugi okreslajacy kolumne (0§ 1):

Wejscie: Array 2D[1,1]
Wyjscie: 5

Do rozwigzywania probleméw z obszaru nauki o danych standardowo uzywane sg tablice
dwuwymiarowe. Mozesz tez zetkna¢ sie z tablicami tréjwymiarowymi z dodatkowym wymia-
rem reprezentujacym na przyklad czas:

WejsScie: # Przeksztalcanie listy w tablice wielowymiarowq
a_list_of lists of lists = [[[1,2],[3,4],[5.6]],
[[7.8],[9,10],[11,12]]]

Array 3D = np.array(a_list_of _lists_of lists)

Array_3D

Wyjscie:

array([[[ 1, 2],
[3, 4],
[ 5, 611,
[[7, 8],
[ 9, 101,
[11, 12]111)

Aby uzyska¢ dostep do pojedynczych elementéw tablicy tréjwymiarowej, nalezy podaé trzy indeksy:

Wejscie: Array 3D[0,2,0] # Dostep do pigtego elementu
Wyjscie: 5

Tablice mozna tworzy¢ za pomoca krotek, podobnie jak buduje sie listy. Stowniki mozna przeksztatca¢ w listy
dwuwymiarowe za pomocg metody . items (), zwracajacej kopie listy par klucz-wartos¢ ze stownika:

WejScie: np.array({1:2,3:4,5:6}.items())
Wyjscie: array([[1, 2], [3, 4], [5, 6]1])
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Zmiana wielkosci tablic

Wezesniej wspomnielismy, ze mozliwa jest zmiana typu elementéw tablicy. Teraz pokazujemy
najczesciej stosowane instrukeje zmieniajgce ksztalt istniejacej tablicy.

Zacznijmy od przykladu ilustrujacego metode .reshape. Jako parametr przyjmuje ona krotke
n-elementowy z wielkoscig nowych wymiarGw:

Wejscie: import numpy as np

# Zmiana ksztaltu tablicy z pakietu NumPy

original_array = np.array([1, 2, 3, 4, 5, 6, 7, 8])
Array_a = original_array.reshape(4,2)

Array b = original_array.reshape(4,2).copy()
Array c = original_array.reshape(2,2,2)

# Uwaga — metoda reshape tworzy widoki danych, a nie ich kopie.
original_array[0] = -1

Pierwotna tablica to jednowymiarowy wektor liczb catkowitych od 1 do 8.
B Do zmiennej Array_a przypisywana jest tablica original_array o wymiarach
zmienionych na 4X2.
B Podobna operacja wykonywana jest na zmiennej Array b, przy czym tu dodatkowo
wywolywana jest metoda .copy (), powodujgca skopiowanie tablicy do nowej
zmienne;.

B Do zmiennej Array_c przypisywana jest tablica tr6jwymiarowa o wymiarach
2X2X2,

B Po wykonaniu tych operacji warto$¢ pierwszego elementu tablicy original_array
jest zmieniana z 1 na -1.

Jesli teraz sprawdzisz zawarto$¢ tablic, zauwazysz, ze wymiary tablic Array a i Array c sg
zgodne z oczekiwaniami, jednak warto$¢ pierwszego elementu wynosi -1. Dzieje sie tak, po-
niewaz te tablice dynamicznie odzwierciedlaja pierwotng tablice, ktérej widok przedstawiaja:

WejScie: Array a
Wyjscie:
array([[-1, 2],
[3, 41,
[5, 6],
[7, 811)
Wejscie: Array c
Wyjscie:
array([[[-1, 2],
[3, 411,
[[ 5, 61,
[7, 8111)

Tylko w tablicy Array b, o wartoSciach skopiowanych przed zmodyfikowaniem pierwotnej ta-
blicy, pierwszy element jest réwny 1:
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Wejscie: Array b

Wyjscie:

array([[1, 2],
[3, 41,
[5, 6],
[7, 811)

Jesli chcesz zmieni¢ wymiary pierwotnej tablicy, powiniene$ zastosowaé metode resize:
WejScie: original_array.resize(4,2) original_array
Wyjscie: array([[-1, 2],
[3, 4],
[5, 6],
[ 7, 81D

Te same efekty mozna uzyska¢, przypisujac do atrybutu . shape krotke z warto$ciami repre-
zentujacymi wielko$é okreslonych wymiaréw:

WejScie: original_array.shape = (4,2)
Jesli tablica jest dwuwymiarowa i chcesz przestawié wiersze z kolumnami (czyli przeprowa-

dzié transpozycje), zastosuj metode .T lub transpose(). Wynikiem takiej transformacji jest
(podobnie jak przy stosowaniu metody .reshape) widok.

Wejscie: original_array

Wyjscie:

array([[-1, 2],
[3, 4],
[5, 6],
[7,8]])

Tablice generowane przez funkcje z pakietu NumPy

Jesli potrzebujesz wektora lub macierzy o okreslonych cechach (na przyktad z zerami, jedynka-
mi, sekwencja liczb porzadkowych lub liczbami losowymi z wybranego rozktadu statystycznego),
funkcje z pakietu NumPy zapewnig Ci bogate mozliwosci.

Zacznijmy od tego, ze za pomoca funkcji arrange mozna tatwo utworzy¢ tablice z pakietu
NumPy zawierajaca liczby porzadkowe (catkowite). Funkcja ta generuje wartosci catkowi-
toliczbowe z danego przedzialu (zwykle zaczynajacego sie od zera), po czym mozna okresli¢
wymiary uzyskanych danych:
Wejscie: import numpy as np
Wejscie: ordinal_values = np.arange(9).reshape(3,3)
ordinal_values
Wyjscie:
array([[0, 1, 2],
[3’ 4’ 5] b
[6, 7, 811)
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Jesli cheesz odwrécié kolejno$é wartosci w tablicy, zastosuj nastepujace polecenie:

Wejscie: np.arange(9)[::-1]

Wyjscie: array([8, 7, 6, 5, 4, 3, 2, 1, 0])
Jezeli chcesz uzyska¢ losowe liczby catkowite (bez okreslonej kolejnosci i z mozliwymi po-
wtérzeniami), wywolaj ponizszg instrukcje:

Wejscie: np.random.randint(low=1,high=10,size=(3,3)).reshape(3,3)
Przydatne moga by¢ tez tablice zawierajace same zera i jedynki. MozZesz tez tworzy¢ macierze
jednostkowe:

Wejscie: np.zeros((3,3))
Wejscie: np.ones((3,3))
Wejscie: np.eye(3)

Jesli tablica bedzie uzywana do przeszukiwania siatki parametréw (ang. grid-search) w celu
ustalenia optymalnych parametréw, najbardziej przydatne beda wartoéci utamkowe rosnace
ze statym krokiem lub w postepie logarytmicznym:

Wejscie: fractions = np.linspace(start=0, stop=1, num=10)

Wejscie: growth = np.logspace(start=0, stop=1, num=10, base=10.0)

Do inicjowania wektora lub macierzy wspotezynnikéw przydatne mogg by¢ rozklady staty-
styczne (na przyktad normalny lub jednostajny).

Ta instrukcja tworzy macierz o wymiarach 3X3 z warto$ciami standaryzowanymi zgodnie
z rozkladem normalnym (ze $rednig réwna 0 i odchyleniem standardowym réwnym 1):

WejScie: std gaussian = np.random.normal(size=(3,3))

Jesli potrzebna jest inna srednia lub inne odchylenie standardowe, zastosuj nastepujace polecenie:

Wejscie: gaussian = np.random.normal(loc=1.0, scale= 3.0, size=(3,3))
Parametr 1oc okresla srednig, a scale wyznacza odchylenie standardowe.

Innym rozkladem statystycznym czesto wybieranym do inicjowania wektoréw jest rozktad
jednostajny:

Wejscie: rand = np.random.uniform(low=0.0, high=1.0, size=(3,3))

Pobieranie tablicy bezposrednio z pliku

Tablice z pakietu NumPy mozna tez tworzy¢ bezposrednio na podstawie danych z pliku.

Wykorzystajmy przyktad z poprzedniego rozdziatu:

Wejscie: import numpy as np
housing = np.loadtxt('regression-datasets-housing.csv',delimiter=',"', dtype=float)
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Funkcja Toadtxt z pakietu NumPy przyjmuje parametry filename, delimiter i dtype, po czym
wezytuje dane do tablicy, chyba ze parametr dtype jest nieprawidtowy (na przyktad zmienna
jest typu string, a wymagany typ elementéw tablicy to float), tak jak w nastepnej instrukc;ji:

Wejscie: np.loadtxt('datasets-uci-iris.csv',delimiter=","',dtype=Ffloat)
Wyjscie: ValueError: could not convert string to float: Iris-setosa

Pobieranie danych ze struktur z biblioteki pandas

Interakcja z biblioteka pandas jest prosta. Poniewaz biblioteka ta jest oparta na pakiecie
NumPy, mozna tatwo pobiera¢ tablice z obiektéw typu DataFrame oraz przeksztalcaé tablice
na takie obiekty.

Zacznijmy od wezytania danych do obiektu typu DataFrame. Odpowiedni bedzie tu zbiér da-
nych BostonHouse wezytywany w poprzednim rozdziale z repozytorium ML:

Wejscie: import pandas as pd

import numpy as np

housing_filename = 'regression-datasets-housing.csv'
housing = pd.read_csv(housing_filename, header=None)

W tym przyktadzie naturalnie zaktadamy, ze wykonujesz instrukcje w katalogu, w ktérym znajduije sie plik
z danymi. Jesli pracujesz w innym katalogu, powiniene$ poda¢ prowadzacg do niego $ciezke w zmiennej
housing filename. Aby poda¢ poprawng kompletng Sciezke, w systemie Windows zastosuj ukos$niki
odwrotne (\), natomiast w systemach uniksowych i Mac OS postuz sie zwyktymi ukosnikami (/). Funkcja
os.path.join() pozwala pisac kod zgodny z réznymi systemami i utatwia programistom prace (ponie-
waz zwraca $Sciezke dostosowang do systemu, w ktérym wywotano te funkcje). Jesli plik znajduje sie na
przykiad w katalogu mydir, zmien przedstawiony fragment kodu w nastepujacy sposéb:

WejScie: import pandas as pd

import os

import numpy as np

housing filename = os.path.join('mydir',

- 'regression-datasets-housing.csv')
housing = pd.read csv(housing filename, header=None)

Zgodnie z wyjasnieniami z punktu ,,Listy niejednorodne” na tym etapie metoda .values zwrdci
tablice elementéw typu zgodnego z wszystkimi typami z uzywanego obiektu typu DataFrame:
Wejscie: housing_array = housing.values

housing_array.dtype
Wyjscie: dtype('float64')

Tu uzywany jest typ float64, poniewaz jest on ogélniejszy od typu int:

Wejscie: housing.dtypes
Wyjscie: 0 float64d

1 int64

2 float64
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3 int64
4 float6d
5 float64
6 float64d
7 float64
8 int64
9 int64
10 int64
11 float64d
12 float64d
13 float64d

dtype: object

Uzycie metody .dtypes do sprawdzenia typéw uzywanych w obiekcie typu DataFrame przed
pobraniem danych do tablicy z pakietu NumPy pozwala ustali¢ atrybut dtype wynikowe;j ta-
blicy. Dzieki temu mozna zdecydowaé, czy przed przej$ciem do dalszych zadan przeksztalcié,
czy zmienié typ zmiennych z obiektu typu DataFrame (co opisalismy w podrozdziale ,,Praca
z danymi kategorialnymi i tekstowymi” w tym rozdziale).

Szybkie operacje i obliczenia
z uzyciem pakietu NumPy

Gdy kod ma wykonywaé matematyczne operacje na tablicach, wystarczy zastosowaé okreslo-
ng operacje do tablicy, postugujac sie stalg liczbowa (wartoscig skalarna) lub tablica tej samej
wielko$ci:

Wejscie: import numpy as np

Wejscie: a = np.arange(5).reshape(1,5)

Wejscie: a += 1

WejsScie: a*a

Wyjscie: array([[ 1, 4, 9, 16, 25]])

W efekcie operacja jest wykonywana na poszczegélnych elementach. Na kazdym elemencie
wykonywana jest operacja z uzyciem wartosci skalarnej lub odpowiedniego elementu z innej
tablicy.

Gdy zadanie dotyczy tablic o réznych wymiarach, mozna wykonywaé operacje na elementach
bez koniecznosci zmiany struktury danych, przy czym jeden z przetwarzanych wymiaréw musi
mieé wielko$é 1. W takiej sytuacji wymiar o wielkosci 1 jest ,,rozciagany” w celu dopasowania
go do wymiaru drugiej tablicy. Ten proces to broadcasting. W ten sposéb pakiet NumPy wy-
konuje operacje matematyczne na tablicach o r6znych wymiarach. Pomaga to pisa¢ bardziej
elegancki i wydajniejszy kod.
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Oto przyktad:

Wejscie: a = np.arange(5).reshape(1,5) + 1 b = np.arange(5).reshape(5,1)
+la*h
Wyjscie: array([ Z, , 4,51, [2,4,6,8, 10,
6, 12, 15], [ 4, 8, 12, 16, 20],
10,

15, 20, 25]1)

[1
[ 3,
[5,

Pokazany kod jest odpowiednikiem nastepujacych instrukcji:

Wejscie: a2 = np.array([1,2,3,4,5] * 5).reshape(5,5)
b2 = a2.T
a2 * b2

Nie wymaga jednak zajmowania dodatkowej pamieci przez pierwotne tablice w celu wykona-
nia mnozenia par elementéw.

Pakiet NumPy obejmuje tez liczne inne funkcje dziatajagce na elementach tablic: abs (), sign(),
round(), floor(), sqrt(), Tog() i exp().

Inne funkcje pakietu NumPy wykonujace standardowe operacje to sum() i prod(). Zwracaja
one sume i iloczyn wierszy lub kolumn tablicy na podstawie podanej osi:

Wejscie: print (a2)

Wyjscie:

[[12345]

[12345]

[12345]

[12345]

[12345]]

Wejscie: np.sum(a2, axis=0)

Wyjscie: array([ 5, 10, 15, 20, 25])

Wejscie: np.sum(a2, axis=1)

Wyjscie: array([15, 15, 15, 15, 15])

Gdy wykonujesz operacje na danych, pamietaj, ze dostepne w pakiecie NumPy funkcje dla
tablic dzialajg bardzo szybko w por6wnaniu z metodami dla prostych list Pythona. Przepro-
wadzmy kilka eksperymentéw. Sprébujmy najpierw poréwna¢ wyrazenie listowe z tablica
w kontekscie dodawania stalej do elementéw:

Wejscie: %timeit -n 1 -r 3 [i+1.0 for i in range(10**6)]

%timeit -n 1 -r 3 np.arange(10**6)+1.0

Wyjscie: 1 Toops, best of 3: 158 ms per Toop

1 loops, best of 3: 6.64 ms per loop

Instrukcja %timeit w narzedziu IPython umozliwia fatwe por6wnywanie czasu wykonywania
operacji. Parametr -n 1 powoduje, ze fragment kodu jest wykonywany tylko w jednej petli.
Parametr -r 3 powoduje trzykrotne ponowienie wykonania petli (tu petla jest tylko jedna)
i zwrécenie najlepszego wyniku uzyskanego w tych powtérzeniach.
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Wyniki na Twwoim komputerze beda zalezaly od uzywanego systemu i jego konfiguracji. Jednak
réznica miedzy standardowymi operacjami Pythona a funkcjami z pakietu NumPy powinna
pozostaé¢ duza. Gdy uzywane sg male zbiory danych, jest ona niezauwazalna, jednak moze by¢
wyraznie odczuwalna, gdy pracujesz z wiekszymi zbiorami danych lub powtarzasz w petli ten
sam potok analiz dla r6znych parametréw czy zmiennych.

Réznica bedzie tez widoczna, gdy wykonywane sg skomplikowane operacje takie jak oblicza-
nie pierwiastka kwadratowego:

Wejscie: import math

%timeit -n 1 -r 3 [math.sqrt(i) for i in range(10**6)]
Wyjscie:

1 Toops, best of 3: 222 ms per loop

WejsScie: %timeit -n 1 -r 3 np.sqrt(np.arange(10**6))
Wyjscie: 1 loops, best of 3: 6.9 ms per loop

Operacje na macierzach

Oprécz wykonywania obliczefi na elementach mozna tez, z uzyciem funkcji np.dot(), mno-
zy¢ dwuwymiarowe tablice w spos6b typowy dla macierzy (na przyktad mnozyé wektor przez
macierz lub macierz przez macierz):

Wejscie: import numpy as np
M = np.arange(5*5, dtype=float).reshape(5,5)
M
Wyjscie:
array([[ 0., 1., 2., 3., 4.],
[ 5., 6., 7., 8., 9.1,
[ 10., 11., 12., 13., 14.],
[ 15., 16., 17., 18., 19.],
[ 20., 21., 22., 23., 24.11)

W ramach przyktadu stosujemy dwuwymiarowa tablice liczb catkowitych od 0 do 24. Wymiary
tej tablicy wynosza 5X5.

Teraz zdefiniujmy wektor wspétezynnikéw i tablice obejmujacg jako kolumny ten wektor w pier-
wotnej postaci i po jego odwréceniu:
Wejscie: coefs = np.array([1., 0.5, 0.5, 0.5, 0.5])

coefs matrix = np.column_stack((coefs,coefs[::-1]))
print (coefs matrix)

Wyjscie:
[[ 1. 0.5]
[ 0.5 0.5]
[ 0.5 0.5]
[ 0.5 0.5]
[ 0.5 1. 1]
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Teraz mozna pomnozy¢ tablice przez wektor za pomoca funkeji np. dot:

Wejscie: np.dot(M,coefs)
Wyjscie: array([ 5., 20., 35., 50., 65.])

Mozna tez pomnozy¢ wektor przez tablice:

Wejscie: np.dot(coefs,M)
Wyjscie: array([ 25., 28., 31., 34., 37.])

Jeszcze inna mozliwo$é to pomnozenie tablicy przez utozone w warstwy wektory wspétezyn-
nikéw (czyli macierz o wymiarach 5x2):
Wejscie: np.dot(M,coefs matrix)
Wyjscie: array([[ 5., 7.],
[ 20., 22.],
[ 35., 37.],
[ 50., 52.],
[ 65., 67.1])

Pakiet NumPy udostepnia tez klase matrix (jest to klasa pochodna od ndarray, dziedziczaca
wszystkie jej atrybuty i metody). Macierze z pakietu NumPy domys$lnie sa wylacznie dwu-
wymiarowe (tablice sa wielowymiarowe). Mnozenie macierzy (podobnie jak potegowanie) nie
odbywa sie na elementach, tylko na calych macierzach. Dostepne sg tez przeznaczone dla
macierzy specjalne metody .H (wyznacza transpozycje macierzy zespolonej) i .1 (wyzna-
cza macierz odwrotna). Opréocz wygody wynikajacej z dziatania w sposéb podobny jak
w MATLAB-ie funkcje te nie zapewniaja konkretnych korzy$ci. Stosowanie macierzy moze
utrudnia¢ zrozumienie skryptéw, poniewaz trzeba uwzgledniaé r6zny zapis mnozenia dla
macierzy i obiektow.

0d Pythona 3.5 dostepny jest nowy operator @ przeznaczony do mnozenia macierzy. Dotyczy to wszystkich
pakietéw Pythona (nie tylko pakietu NumPy). Wprowadzenie tego nowego operatora daje kilka korzysci.

Przede wszystkim chroni to przed przypadkami zastosowania operatora * do mnozenia macierzy. Ope-
rator * bedzie stosowany tylko do tych operacji na elementach, ktére polegajg na tym, ze gdy uzywane sa
dwie macierze (lub dwa wektory) o tych samych wymiarach, operacja jest wykonywana na elementach
z tych samych pozycji z obu struktur.

Ponadto kod wzoréw bedzie bardziej czytelny, co znacznie utatwi jego interpretacje. Nie bedziesz musiat
jednoczesnie analizowac operatoréw (+, -, / i *) i metod (.dot), poniewaz uzywane beda tylko opera-
tory (+, -, /, *i@).

Wiecej informacji na ten temat (tu przedstawiamy tylko formalne wprowadzenie; Tobie pozostaje
sprawdzi¢, jak dziata metoda .dot z operatorem @) i przyktadowe aplikacje znajdziesz w dokumencie

PEP 465 (ang. Python Enhancement Proposal w witrynie Python Foundation: Attps./www.python.org/
dev/peps/pep-0465/.
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Tworzenie wycinkéw i indeksowanie tablic
z pakietu NumPy

Indeksowanie umozliwia generowanie widokéw tablic ndarray w wyniku wskazania danych
udostepnianych w widoku. Mozna pobraé wycinek kolumn lub wierszy albo konkretny indeks.

Zdefiniujmy roboczg tablice:

Wejscie: import numpy as np
M = np.arange(100, dtype=int).reshape(10,10)

Ten kod tworzy dwuwymiarowa tablice o wymiarach 10X 10. Zacznijmy od pobrania wycinka
obejmujacego jeden wymiar. Notacja pobierania danych z jednego wymiaru jest taka sama jak
dla list Pythona:

[indeks_poczatkowy wtacznie:indeks koicowy wykluczany:kroki]

Zal6zmy, ze chcemy pobraé parzyste wiersze z przedziatu od 2 do 8:

Wejscie: M[2:9:2,:]

Wyjscie: array([[20, 21, 22, 23, 24, 25, 26, 27, 28, 29],
[40, 41, 42, 43, 44, 45, 46, 47, 48, 49],
[60, 61, 62, 63, 64, 65, 66, 67, 68, 69],
[80, 81, 82, 83, 84, 85, 86, 87, 88, 89]])

Po pobraniu wycinka wierszy mozna dodatkowo pobra¢ wycinek kolumn. Wybierzmy kolumny
od indeksu 5:
Wejscie: M[2:9:2,5:]
Wyjscie:
array([[25, 26, 27, 28, 29],
[45, 46, 47, 48, 49],
[65, 66, 67, 68, 69],
[85, 86, 87, 88, 89]])

Podobnie jak na listach mozna stosowaé ujemne wartosci indekséw, aby rozpoczaé odliczanie
od konica. Ponadto ujemne wartosci parametréw (na przyktad kroku) powoduja odwrécenie
kolejnosci elementéw w wyjsciowej tablicy — tak jak w nastepnym przykladzie, gdzie odli-
czanie rozpoczyna sie od kolumny o indeksie 5, ale odbywa sie w odwrotnej kolejnosci i kofi-
czy na indeksie 0:
WejsScie: M[2:9:2,5::-1]
Wyjscie:
array([[25, 24, 23, 22, 21, 20],
[45, 44, 43, 42, 41, 40],
[65, 64, 63, 62, 61, 60],
[85, 84, 83, 82, 81, 80]])
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Mozna tez tworzy¢ indeksy logiczne okreslajace, ktére wiersze i kolumny kod ma pobra¢.
Poprzedni przyklad mozna wiec zreplikowaé z uzyciem zmiennych row_index i col_index:
Wejscie: row_index = (M[:,0]>=20) & (M[:,0]<=80)
col_index = M[0,:]>=5
M[row_index,:][:,col_index]
Wyjscie:
array([[25, 26, 27, 28, 29],
[35, 36, 37, 38, 39],
[45, 46, 47, 48, 49],
[55, 56, 57, 58, 59],
[65, 66, 67, 68, 69],
[75, 76, 77, 78, 79],
[85, 86, 87, 88, 89]])

Nie mozna w tym samym nawiasie kwadratowym kontekstowo stosowaé indekséw logicznych
okreslajacych kolumny i wiersze (choé¢ mozna stosowaé¢ obok nich zwykle indeksy catkowito-
liczbowe dla innych wymiaréw). Dlatego najpierw trzeba za pomocy indekséw logicznych
okresli¢ wybierane wiersze, a nastepnie, w nowym nawiasie kwadratowym (dotyczacym wy-
branych wierszy), wskaza¢ potrzebne kolumny.

Jesli potrzebujesz na poziomie globalnym wybraé elementy tablicy, mozesz tez zastosowaé
maske opartg na warto$ciach logicznych:

Wejscie: mask = (M>=20) & (M<=90) & ((M / 10.) % 1 >= 0.5)

M[mask]

Wyjscie:

array([25, 26, 27, 28, 29, 35, 36, 37, 38, 39, 45, 46, 47, 48,

49, 55, 56, 57, 58, 59, 65, 66, 67, 68, 69, 75, 76, 77, 78, 79,

85, 86, 87, 88, 89])

To podejscie jest przydatne zwlaszcza wtedy, gdy trzeba wykonaé operacje na fragmencie
tablicy okreslonym za pomocg maski (na przykltad M[mask]=0).

Inny sposéb wskazywania potrzebnych elementéw z tablicy polega na podaniu catkowito-
liczbowych indeks6w wierszy lub kolumn. Takie indeksy mozna zdefiniowaé albo za pomocy
funkcji np.where(), ktéra przeksztalca dotyczacy tablicy warunek logiczny w indeksy, albo w wyni-
ku podania sekwencji indekséw catkowitoliczbowych (moga one wystepowaé w dowolnej ko-
lejnosci, a nawet sie powtarzad). Ta technika to specjalne indeksowanie (ang. fancy indexing):

Wejscie: row_index = [1,1,2,7]
col_index = [0,2,4,8]

Po zdefiniowaniu indekséw wierszy i kolumn nalezy zastosowadé je kontekstowo, aby pobraé¢
elementy, ktérych wspétrzedne sy okreslone za pomocg krotki z warto$ciami obu indekséw
(wierszy i kolumn):

Wejscie: M[row_index,col_index]
Wyjscie: array([10, 12, 24, 78])
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W tym podejsciu wybierane sg punkty o nastepujacych wspétrzednych: (1,0), (1,2), (2,4)1(7,8).
Inna mozliwos¢ to, jak pokazano wczesniej, wybranie najpierw wierszy, a potem kolumn w od-
rebnych nawiasach kwadratowych:
WejScie: M[row_index,:][:,col_index]
Wyjscie:
array([[10, 12, 14, 18],
[10, 12, 14, 18],
[20, 22, 24, 28],
[70, 72, 74, 78]11)

Pamietaj, ze pobieranie wycinkéw i stosowanie indekséw tworzy tylko widoki danych. Jesli na
podstawie widoku cheesz utworzyé nowe dane, musisz zastosowaé metode .copy do wycinka
i przypisa¢ wynik do innej zmiennej. W przeciwnym razie wszelkie zmiany z pierwotnej ta-
blicy beda odzwierciedlane w wycinku i vice versa, co jest zwykle niepozadane. Metoda copy
jest stosowana tak:

Wejscie: N = M[2:9:2,5:].copy()

Dodawanie ,,warstw” tablic z pakietu NumPy

Gdy operujesz na tablicach dwuwymiarowych, dostepne sa czesto uzywane operacje (na przy-
ktad dodawanie nowych danych i zmiennych), ktére funkcje z pakietu NumPy pozwalaja wy-
konywa¢ tatwo i szybko.

Najczesciej stosowana taka operacja jest dodawanie nowych wierszy do tablicy.

Utworzmy poczatkows tablice:
Wejscie: import numpy as np
dataset = np.arange(50).reshape(10,5)

Teraz utwoérzmy jeden wiersz, a nastepnie zestaw wierszy, ktére pézniej kolejno dodamy do
tablicy:

In: single line = np.arange(1*5).reshape(1,5)

a_few lines = np.arange(3*5) .reshape(3,5)
Sprébujmy dodaé jeden wiersz:

WejScie: np.vstack((dataset,single line))
Wystarczy poda¢ krotke zawierajaca poczatkowa pionows tablice oraz tablice, ktéra nalezy
dodaé. To samo polecenie zadziala takze wtedy, gdy zechcesz dodaé¢ wiecej wierszy:

Wejscie: np.vstack((dataset,a_few_lines))
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Jesli cheesz dodaé ten sam wiersz kilkakrotnie, krotka moze reprezentowaé strukture nowej,
scalonej tablicy:

Wejscie: np.vstack((dataset,single_line,single_Tline))

Inne czesto wykonywane zadanie to dodawanie nowej zmiennej do istniejacej tablicy. Wtedy
nalezy zastosowa¢ funkcje hstack (h to skrét od horizontal, czyli ,w poziomie”) zamiast uzy-
wanego wezesniej polecenia vstack (v to skrét od vertical, czyli ,,w pionie”).

Zal6zmy, ze cheesz dodaé do pierwotnej tablicy tablice bias z warto$ciami jednostkowymi:

Wejscie: bias = np.ones(10).reshape(10,1) np.hstack((dataset,bias))

Jesli nie zmienisz wymiaréw tablicy bias (moze by¢ ona wtedy dowolng sekwencja danych
o tej samej dlugosci co wiersze pierwotne;j tablicy), bedziesz mégl doda¢ ja jako sekwencje za
pomocg funkeji column_stack(). Efekt bedzie taki sam, przy czym nie trzeba bedzie zmieniaé
wymiaréw tablicy:

In: bias = np.ones(10)

np.column_stack((dataset,bias))

Dodawanie wierszy i kolumn do tablic dwuwymiarowych to wszystko, czego potrzebujesz do
skutecznego przetwarzania danych w projektach z obszaru nauki o danych. Poznaj teraz kilka
innych funkcji zwigzanych z nieco odmiennymi problemami z danymi.

Cho¢ tablice dwuwymiarowe sa standardowo uzywang struktura, mozesz tez operowa¢ na
strukturach tréjwymiarowych. Dlatego przydatna moze okazaé sie funkcja dstack(), ktéra
dziala podobnie jak funkcje hstack() i vstack(), ale operuje na trzeciej osi (prowadzacej
w glqb):

Wejscie: np.dstack((dataset*l,dataset*2,dataset*3))

W tym przykladzie trzeci wymiar okresla dla pierwotnej dwuwymiarowej tablicy mnoznik
powodujacy stopniowy wzrost warto$ci wzdtuz tego wymiaru (moze on reprezentowac¢ czas
lub poziom zmiany).

Nastepnym problematycznym zadaniem jest wstawianie wiersza lub (czesciej) kolumny w okre-
Slonym miejscu tablicy. Moze pamietasz, ze tablice to przylegte bloki pamieci. Wstawianie
danych wymaga podzielenia pierwotnej tablicy i utworzenia nowej. Polecenie insert z pakietu
NumPy pomaga uzyskac¢ ten efekt w szybki i prosty sposéb:

Wejscie: np.insert(dataset, 3, bias, axis=1)

Musisz poda¢ tablice, w ktérej cheesz wstawié dane (dataset), pozycje (indeks 3), wstawiang
sekwencje (tu jest to tablica bias) i 0§ uzywang w trakcie wstawiania (0§ 1 oznacza 0$ pionowg).
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Mozna oczywiscie wstawia¢ cale tablice (nie tylko wektory), takie jak bias, przy czym ich
wymiary musza by¢ dostosowane do osi, na ktérej odbywa sie wstawianie. W nastepnej instruk-
cji w celu wstawienia tej samej tablicy do niej samej trzeba przeprowadzié jej transpozycje:

Wejscie: np.insert(dataset, 3, dataset.T, axis=1)

Dane mozna tez wstawia¢ z uzyciem innych osi. W nastepnej instrukeji uzywana jest o$ 0
(pozioma), ale mozna uwzglednié¢ dowolny wymiar pierwotnej tablicy:

Wejscie: np.insert(dataset, 3, np.ones(5), axis=0)

Pierwotna tablica jest dzielona w podanej pozycji na wybranej osi. Nastepnie podzielone dane
sa faczone ze wstawianymi.

Podsumowanie

W tym rozdziale wyjasnili$my, ze biblioteka pandas i pakiet NumPy zapewniajg wszystkie na-
rzedzia potrzebne do wezytywania i skutecznego przeksztalcania danych.

Zaczelismy od biblioteki pandas i uzywanych w niej struktur danych, DataFrame i Series, po
czym przeszlismy do wyjsciowych dwuwymiarowych tablic z pakietu NumPy, ktére sg struk-
turg danych dostosowana do pézniejszych eksperymentéw i uczenia maszynowego. Przy oka-
zji om6éwilismy takie zagadnienia jak operowanie wektorami i macierzami, kodowanie danych
kategorialnych, przetwarzanie danych tekstowych, uzupelianie luk w danych, poprawianie
bled6w, przetwarzanie danych, scalanie ich i wstawianie.

Biblioteka pandas i pakiet NumPy udostepniajg oczywiscie znacznie wiecej funkcji niz zapre-
zentowane tu podstawowe cegielki w postaci polecen i procedur. Teraz mozesz wziaé¢ dowolne
nieprzetworzone dane i odpowiednio uporzgdkowaé je oraz przeksztalci¢ zgodnie z potrze-
bami okreslonego projektu z obszaru nauki o danych.

W nastepnym rozdziale przejdziemy do bardziej zaawansowanych operacji na danych. W tym
rozdziale oméwilismy podstawowe operacje dotyczace przeksztalcania danych potrzebne
w ramach uczenia maszynowego. W nastepnym rozdziale opisujemy operacje, ktére pozwalajg
poprawi¢ wyniki (czasem nawet w znacznym stopniu).
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Scikit-learn, 30, 50, 135, 189, 296
SciPy, 29
seaborn, 284
Statsmodels, 31
Theano, 35
WinPython, 25
XGBoost, 33
pakiety
aktualizowanie, 22
instalowanie, 20, 23
podstawowe, 28
pamieé, 96
Pandas, 30, 268
panele, 260
parametr
alpha, 214
C, 194
degree, 194
epsilon, 194, 214
gamma, 141, 194
kernel, 194
11_ratio, 214
learning_rate, 214
n_iter, 213
nu, 141, 194
penalty, 214
shuffle, 214
pasting, 196, 197
PCA, Principal Component Analysis, 121
pliki
CSV, 55, 73
tekstowe, 55

318
Kup ksigzke

pobieranie

danych, 103

tablic, 102
podproba, 254
podprzestrzenie losowe, 197
podzial na tokeny, 221
polecenie pyplot.plot, 260
posrednictwo, 246
potok, 173

danych, 113
prawdopodobienistwo, 200
precyzja, 146, 184
problematyczne dane, 67
programowanie obiektowe, 307
probkowanie, 157
przeksztalcanie

danych, 61

list, 95
przeszukiwanie siatki parametréw, 164
przetwarzanie

big data, 206

danych, 64, 75, 92

jezyka naturalnego, 221
PyCon, Python Conference, 312
PyData, 312
PyPI, Python Package Index, 28
PyPy, 33
Python(x, y), 25

radialna funkcja bazowa, RBF, 129, 190
RBF, Radial Basis Function, 190
RBM, Restricted Boltzmann Machine, 132
redukcja liczby wymiaréw, 120
regresja, 148, 192
liniowa i logistyczna, 181
regularyzacja, 150
L1, 171
rekurencyjna eliminacja, 169
relacje w danych, 262
repozytorium
MLdata.org, 54
zbioréw danych, 180
ROQG, receiver operating characteristics curve,
147
rozktad wedlug wartosci osobliwych, SVD, 122,
125
rozpoznawanie nazw wlasnych, NER, 224
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rozstep miedzykwartylowy, 264
ré6znorodnosé, 211

rysowanie krzywych, 259
rysunki, 265

Scikit-learn, 30, 50
SciPy, 29
scraping, 62
stron internetowych, 89
seaborn, 284
sekwencje modeli, 202
serwer predykcji, 294
SGD, stochastic gradient descent, 208, 213
siatka parametréw, 164
sieci
glebokie, 215
neuronowe ze sprzezeniem do przodu, 216
spolecznosciowe, 239
skalowalnosé, 208
skracanie czasu przeszukiwania, 164
stabe klasyfikatory, 196
stlowniki, 304
SNA, Social Network Analysis, 239
spadek wzdtuz gradientu, 202
Statsmodels, 31
stemming, 222
stopien, 141, 247
stop-stowa, 225
stosowanie paneli, 260
SVD, Singular Value Decomposition, 122, 125
SVM, Support Vector Machine, 188
szacowanie prawdopodobienistwa, 200
sztuczna inteligencja, 214
szum zgodny z generatorem sygnatowym, AWG,
126
szybkie operacje, 104
szybko$¢ naptywu danych, 210

”

S

$redni bezwzgledny blad prognozy, MAE, 148
srodowisko

wirtualne, 25

Jupyter, 37
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Skorowidz

T

tablice
dodawanie wierszy, 110
generowane przez funkcje, 101
jednowymiarowe, 95
pobieranie, 102
n-wymiarowe, 92
wielowymiarowe, 99
zmiana wielkosci, 100
techniki jednoczynnikowe, 134
tekst, 83
teoria graféw, 240
testy, 148
Theano, 35
token, 221
trafnosé, 146
twierdzenie Bayesa, 186
tworzenie
lanicuch6w transformacji, 174
niestandardowych funkgji transformacji, 176
nowych cech, 117
tablic, 95
widoku, 95
wycinkéw, 108
typ danych, 97
typy liczbowe, 97

uczenie
glebokie, 214
maszynowe, 179
nienadzorowane, 227
przyrostowe, 208, 210
sie na podstawie danych, 288

w

walidacja, 144, 148, 290
krzyzowa, 153
progresywna, 209

wariancja cech, 167

wczytywanie
danych, 64
graf6w, 252

wektory wlasne, 248
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Skorowidz

WinPython, 25

wizualizacje, 284

wskaznik F1, 146

wsp6lczynnik R2, 148

wstepne przetwarzanie danych, 64, 75

wybieranie danych, 78

wybor cech, 166
model jednoczynnikowy, 168
na podstawie stabilnosci, 171
na podstawie wariancji, 167
regularyzacja L1, 171

wycinki, 108

wyjatki, 308

wykresy
czesciowej zaleznosci, 293
pudetkowe, 269
punktowe, 262, 271
stupkowe, 264

320

Kup ksigzke

wykrywanie

obserwacji odstajacych, 134

wartosci odstajacych, 133
wyrazenia

listowe, 311

stownikowe, 311
wys$wietlanie rysunkow, 265

X
XGBoost, 33, 203

4

zarzadzanie $rodowiskami, 27
zastepniki Jupytera, 49
zbiory danych, 50, 180
zmiana wielkosci tablic, 100
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Nauka o danych — fascynujace algorytmy i potezne grafy!

Nauka o danych jest nowa, interdyscyplinarna dziedzing, funkcjonujaca na pograniczu algebry
liniowe], modelowania statystycznego, lingwistyki komputerowej, uczenia maszynowego

oraz metod akumulacji danych. Jest przydatna miedzy innymi dla analitykéw biznesowych,
statystykow, architektow oprogramowania i oséb zajmujacych sie sztuczna inteligencja.
Szczegolnie praktycznym narzedziem dla tych specjalistow jest jezyk Python, ktéry zapewnia
doskonate srodowisko do analizy danych, uczenia maszynowego i algorytmicznego
rozwigzywania problemaow.

Niniejsza ksiazka jest doskonatym wprowadzeniem do nauki o danych. Jej autorzy wskaza
Ci prosta i szybks droge do rozwigzywania roznych problemow z tego obszaru za pomocs
Pythona oraz powiazanych z nim pakietow do analizy danych i uczenia maszynowego.
Dzieki lekturze przejdziesz przez kolejne etapy modyfikowania i wstepnego przetwarzania
danych, poznajac przy tym podstawowe operacje zwigzane z wczytywaniem danych,
przeksztatcaniem ich, poprawianiem na poftrzeby analiz, eksplorowaniem i przetwarzaniem.
Poza podstawami opanujesz tez zagadnienia uczenia maszynowego, w tym uczenia
gtebokiego, techniki analizy graféw oraz wizualizacji danych.

Najwazniejsze zagadnienia przedstawione w ksigzce:

o konfiguracja srodowiska Jupyter Notebook
najwazniejsze operacje stosowane w nauce o danych
potoki danych i uczenie maszynowe

wprowadzenie do grafow | wizualizacje

biblioteki i pakiety Pythona stuzace do badan danych

Alberto Boschetti specjalizuje sie w przetwarzaniu sygnatow i statystyce. Jest doktorem
inzynierii telekomunikacyjnej. Zajmuje sie przetwarzaniem jezykow naturalnych, analityka
behawioralng, uczeniem maszynowym i przetwarzaniem rozproszonym.

Luca Massaron specjalizuje sie w statystycznych analizach wieloczynnikowych, uczeniu
maszynowym, statystyce, eksploracji danych i algorytmice. Fascynuje go potencjat, jaki
drzemie w nauce o danych.

BN 978-83- 283 3423-6
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